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1

Uvod

Vextaqka inteligencija se odnosi na simulaciju 	udske inteligencije na maxinama
koje su programirane da misle kao 	udi. Maxinxko uqe�e je jedan od vi-
dova vextaqke inteligencije koji osposob	ava sisteme da automacki uqe i
pobo	xavaju se iz iskustva. Maxinxko uqe�e se fokusira na razvoj programa
koji koriste�i neki skup podataka imaju sposobnost da se samounaprede.

Rust je programski jezik qiji je ci	 efikasnost, memorijska sigurnost. Rust,
tako�e, ima sintaksu koja je donekle qit	iva svima. Ove osobine imaju neke
interesantne implikacije, jedna od kojih je da se razne oblasti koje se pri-
marno rade u jezicima viseg nivoa, mogu jednako lako raditi u Rust-u. Kako
ne postoje biblioteke za maxinsko uqe�e dostupne za Rust, pozabavi�emo se
pisa�em jedne.
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Maxinxko uqe�e i neuronske

mre�e

Algoritmi za maxinxko uqe�e se mogu podeliti na nadgeldane(supervised), ne-
nadgledane(unsupervised) i potkrep	ene(reinforcement). Nadgledani algoritmi
polaze od analize poznatih, obelezenih, podataka pomo�u kojih uqe aproksi-
mativnu funkciju kojom �e moqi da prave predvi�a�a za ulaze koji nisu ko-
rix�eni u toku trenira�a. Nenadgledani algoritmi se koriste kad informa-
cija koja treba da se nauqi nije klasifikovana ni obelezena. Oni se koriste
kako bi se nauqila funkcija koja opisuje skrivene strukture me�u podacima.
Sistem koji koristi nenadgledano uqe�e istra�uje podatke i mo�e da izvuqe
zak	uqke o vezama izme�u �ih. Potkrep	eni algoritam je metod uqe�a ko-
jim sistem proizvode�i rad�e interaguje sa dinamiqkim okru�e�em i dobija
kazne i nagrade. Ovaj metod uqe�a omogu�ava maxinama i softverskim agen-
tima da automacki odrede idealno ponaxa�e u specificnom kontekstu da bi
maksimizovali nagradu.

Vextaqke neuronske mre�e(ANN-artificial neural network), ili samo neuronske
mre�e, su strukture koje su donekle modelovane po bioloskim neuronskim
mre�ama. ANN je bazirana na kolekciji povezanih cvorova zvanih vextaqki
neuroni. Neuroni su me�usobno povezani i svaki od �ih primi informacije
od nekih neurona, obradi ih i prosledi drugim neuronima. ANN je najqex�e
implementirana tako da svaka veza ima te�inu qija je vrednost realan broj,
a izlaz svakog neurona je suma svih �egovih ulaza kad se na �u primeni neka
aktivaciona funkcija. Vrednosti veza se podexavaju tokom uqe�a. Vextaqki
neuroni su tipiqno organizovani u slojeve. Svaki sloj je samo niz vextaqkih
neurona. Neuroni unutar sloja su retko me�usobno povezani. Niz slojeva saq-
i�ava ANN.
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2.1 Primene

Neuronske mre�e se koriste za:

• Aproksimacije funkcija i regresionu analizu

• Klasifikaciju i prepoznava�e obrazaca i sekvenci

• Obradu podataka, uk	uquju�i filtrira�e, klasterova�e i kompresiju

Zbog sposobnosti da reprodukuju i modeliraju nelinearne procese, ANN imaju
primene u mnogim disciplinama. Neke od tih disciplina su kvantna hemija,
prepoznava�e obrazaca(prepoznava�e lica, klasifikacija signala, 3D rekon-
strukcija, prepoznava�e objekata,...), prepoznava�e sekvenci(govor, pisan i
kucan tekst), medicinska diagnoza, finansije, data mining, maxinsko prevod-
je�e, . . . ANN su, tako�e, korix�ene da prepoznaju nekoliko vrsta kancera.
ANN se upotreb	avaju i u raqunarskoj bezbednosti, za diferencira�e izme�u
legitimnih i zlonamernih rad�i. Postoje predlozi da se ANN koriste za
rexava�e parcijalnih diferencijalnih jednaqina, xto bi omogu�ilo simu-
laciju nekih fizickih sistema.

2.2 Zaxto neuronske mre�e rade?

Na osnovu opisa neuronskih mre�a ne postoji intuitivan razlog zaxto one
rade. Iz Universal Approximation teoreme se mo�e dobiti da neuronske mre�e
sa dovo	no parametara mogu da proizvo	no dobro aproksimiraju svaku well-
behaved funkciju. Ova teorema izlazi iz okvira ovog rada.

2.3 Unapre�e�a na ANN

Najjednostavnija ANN je sastav	ena od niza slojeva koji su sastav	eni od
neurona. U ovakvoj ANN je svaki neuron u jednom sloju povezan sa svakim
u prethodnom sloju. Ovakvi slojevi se zovu dense(gust) slojevi. Pored Dense
slojeva postoje i drugi poput konvolutivnih i pooling slojeva. Ova tri sloja
ulaze u sastav konvolutivnih neuronskih mre�a(CNN-convolutional neural net-
work). CNN se primarno koriste za obradu slika, ali imaju primene svuda
gde podaci koji se obra�uju imaju mre�nu topologiju. Iako ANN mogu da se
istreniraju da rade isti posao, postaju veoma nepraktiqne za ve�e ulaze, jer
zahtevju mnogo ve�i broj neurona sto znaqi i ve�i broj parametara koji se
treniraju. Osim konvolutivnih, pooling i dense slojeva, postoje i mnogi drugi



2.3. Unapre�e�a na ANN 5

sa raznim primenama. Neki od tih slojeva su dekonvolutivni, LSTM, atten-
tion, softmax. . . Korix�e�e raznih slojeva u sastavu neuronskih mre�a nije
jedini naqin da pravimo slo�enije i naprednije modele. Mre�e mo�emo da
struktuiramo tako da umesto niza slojeva imaju grafovsku strukturu.
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Rust

3.1 O Rust-u

Rust je nov programski jezik sa memorijskim modelom koji se razlikuje od onih
na koje mo�emo naiqi u drugim jezicima i koji mu omogu�uje da bude veoma
efikasan, a, tako�e, i veoma siguran. Neki jezici koriste GC(garbage collec-
tor), koji stalno prati koja memorija se vixe ne koristi i osloba�a je(primeri
su C#, Java, Go), kako bi uprav	ali memorijom. U drugim jezicima programer
mora eksplicitno da alocira i dealocira memoriju(primeri su malloc, calloc,
realloc i free u C, new i delete u C++). Rust ima tre�i pristup uprav	a�u
memorijom. To je ownership. Ownership je skup pravila koja su proverana na
compile time-u. Ta pravila ne samo da ne�e imati runtime overhead koji ima GC
nego garantuju da �e program biti memorijski siguran za razliku od programa
sa manuelnim uprav	a�em memorije. Postoje 3 ownership pravila i to su:

• Svaka vrednost ima vlasnika(owner-a)

• Ni jedna vrednost ne mo�e imati vixe od jednog vlasnika

• Kada vlasnik iza�e iz scope-a, vrednost �e biti dealocirana

3.2 Zaxto Rust

Ve�ina maxinskog uqe�a se radi u Python-u. Postoji mnoxtvo biblioteka
i okvira za maxinxko uqe�e i skoro svi imaju API(Application Programming
Interface) za rad u Python-u. Ovo je verovatno zato sto je osim biblioteka za
maxinxko uqe�e Python-u dostupan veliki broj drugih biblioteka koje su ko-
risne za maxinxko uqe�e. Tako�e, Python je jezik koji je veoma brz za razvoj
softvera i sintaksa mu je takva da svako mo�e donekle da je razume, bez obzira
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na zna�e Python-a. Me�utim, Python je radi qit	ivosti i brzine razvoja
�rtvovao efikasnost. Iako se skoro sve biblioteke za maxinxko uqe�e ko-
riste u Python-u, one se najqex�e pisu u C++. C++ nema GC i za razliku
od Pythona C++ ima statiqki type system. Ovo C++-u omogu�ava da bude
veoma brz. Iako je C++ type system statiqki isto kao i Rust-ov, Rust-ove com-
pile time provere su mnogo obuhvatnije i spreqavaju razne vrste nedefinisanog
ponaxa�a koje se mo�e pojaviti u C++-u. Qak i pored pove�ane sigurnosti
Rust ne gubi na efikasnosti. Rust, tako�e, ima zero-cost abstrakcije koje omogu-
cavaju korisnicima da pixu kod visokog nivoa ne gube�i na efikasnosti(jedan
primer ovoga su iteratori). Ove osobine omogu�uju Rust-u da se takmiqi ne
samo sa C++-om ve� i sa Python-om, jer dok Rust sa jedne strane ima efikasnost
C++-a, on tako�e ima abstrakcije vixeg nivoa zbog kojih donekle mo�e da se
poredi sa Python-om po qit	ivosti. Rust �e uvek biti efikasan, a Python samo
onda kad se u pozadini nalazi biblioteka pisana u nekom drugom jeziku(C++
naprimer).
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Primeri implementacije

Tensor je struktura koja predstav	a n-dimenzioni niz brojeva. Tensori se ko-
riste za prenos podataka izme�u slojeva. Tensor u pozadini dr�i jednodimen-
zioni niz ali postoje metode kojima se od niza indeksa dobija indeks elementa
u nizu. Tensor u sebi sadr�i i informaciju o svom obliku u vidu strukture
Shape. Kako je tensor generiqki tip koji mo�e da sadrzi bilo koju vrstu broja
potrebno je definisati trait za zajedniqko ponasa�e svih brojeva i jos jedan
trait za floating-point brojeve. Ovo je ura�eno kroz Number i Float.

1 #[de r i v e (Debug) ]
2 pub s t r u c t Tensor<T: Number> {
3 shape : Shape ,
4 data : Vec<T>,
5 }
6
7 impl<T: Number> Tensor<T> {
8 pub fn new<S : Into<Shape>>(shape : S) −> Se l f {
9 l e t shape = shape . i n to ( ) ;
10 S e l f {
11 data : vec ! [T : : ze ro ( ) ; shape . get_capacity ( ) ] ,
12 shape ,
13 }
14 }
15
16 pub fn new_in i t i a l i s ed<S : Into<Shape>, F : FnMut( u s i z e )

−> T>(shape : S , mut f : F) −> Se l f {
17 l e t mut t = Tensor : : new( shape ) ;
18 t . for_each_mut ( | i , _| f ( i ) ) ;
19 t

9



10 4. Primeri implementacije

20 }
21
22 pub fn for_each<F: FnMut( us i ze , T)>(&s e l f , mut f : F) {
23 l e t mut i = 0 ;
24 whi le i < s e l f . data . l en ( ) {
25 f ( i , s e l f . data [ i ] ) ;
26 i += 1 ;
27 }
28 }
29
30 pub fn for_each_mut<F: FnMut( us i ze , T) −> T>(&mut s e l f ,

mut f : F) {
31 l e t mut i = 0 ;
32 whi le i < s e l f . data . l en ( ) {
33 s e l f . data [ i ] = f ( i , s e l f . data [ i ] ) ;
34 i += 1 ;
35 }
36 }
37
38 pub fn c l e a r (&mut s e l f ) {
39 s e l f . for_each_mut ( |_, _| T : : ze ro ( ) )
40 }
41
42 pub fn get_shape(& s e l f ) −> &Shape {
43 &s e l f . shape
44 }
45 }
46
47 impl<T: Float> Tensor<T> {
48 pub fn is_nan(& s e l f ) −> bool {
49 f o r i in &s e l f . data {
50 i f i . is_nan ( ) {
51 r e turn t rue ;
52 }
53 }
54 f a l s e
55 }
56 }
57
58 impl<T: Number> Clone f o r Tensor<T> {
59 fn c l one (& s e l f ) −> Se l f {
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60 S e l f {
61 shape : s e l f . shape . c l one ( ) ,
62 data : s e l f . data . c l one ( ) ,
63 }
64 }
65 }
66
67 impl<T: Number> Index<us i ze> f o r Tensor<T> {
68 type Output = T;
69
70 fn index(& s e l f , index : u s i z e ) −> &Se l f : : Output {
71 &s e l f . data [ index ]
72 }
73 }
74
75 impl<T: Number> IndexMut<us i ze> f o r Tensor<T> {
76 fn index_mut(&mut s e l f , index : u s i z e ) −> &mut S e l f : :

Output {
77 &mut s e l f . data [ index ]
78 }
79 }
80
81 pub {\ l a t i n t r a i t } IntoIndex {
82 fn get_index(& s e l f ) −> &[ u s i z e ] ;
83 }
84
85 impl<const N: us i ze> IntoIndex f o r [ u s i z e ; N] {
86 fn get_index(& s e l f ) −> &[ u s i z e ] {
87 &s e l f [ . . ]
88 }
89 }
90
91 impl<const N: us i ze> IntoIndex f o r &[ u s i z e ; N] {
92 fn get_index(& s e l f ) −> &[ u s i z e ] {
93 &(∗ s e l f ) [ . . ]
94 }
95 }
96
97 impl IntoIndex f o r &[ u s i z e ] {
98 fn get_index(& s e l f ) −> &[ u s i z e ] {
99 s e l f
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100 }
101 }
102
103 impl<T: Number , U: IntoIndex> Index<U> fo r Tensor<T> {
104 type Output = T;
105
106 fn index(& s e l f , index : U) −> &Se l f : : Output {
107 &s e l f . data [ s e l f . shape . index ( index . get_index ( ) ) ]
108 }
109 }
110
111 impl<T: Number , U: IntoIndex> IndexMut<U> fo r Tensor<T> {
112 fn index_mut(&mut s e l f , index : U) −> &mut S e l f : : Output {
113 &mut s e l f . data [ s e l f . shape . index ( index . get_index ( ) ) ]
114 }
115 }
116
117 impl<T: Number> AddAssign<&Se l f > f o r Tensor<T> {
118 fn add_assign(&mut s e l f , rhs : &S e l f ) {
119 assert_eq ! ( s e l f . shape , rhs . shape ) ;
120 f o r i in 0 . . s e l f . data . l en ( ) {
121 s e l f . data [ i ] += rhs . data [ i ] ;
122 }
123 }
124 }
125
126 impl<T: Number> SubAssign<&Se l f > f o r Tensor<T> {
127 fn sub_assign(&mut s e l f , rhs : &S e l f ) {
128 assert_eq ! ( s e l f . shape , rhs . shape ) ;
129 f o r i in 0 . . s e l f . data . l en ( ) {
130 s e l f . data [ i ] −= rhs . data [ i ] ;
131 }
132 }
133 }
134
135 impl<T: Number> MulAssign<T> fo r Tensor<T> {
136 fn mul_assign(&mut s e l f , rhs : T) {
137 f o r i in 0 . . s e l f . data . l en ( ) {
138 s e l f . data [ i ] ∗= rhs ;
139 }
140 }
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141 }
142
143 impl<T: Number> DivAssign<T> fo r Tensor<T> {
144 fn div_ass ign(&mut s e l f , rhs : T) {
145 f o r i in 0 . . s e l f . data . l en ( ) {
146 s e l f . data [ i ] /= rhs ;
147 }
148 }
149 }

1 #[de r i v e (Debug) ]
2 pub s t r u c t Shape {
3 shape : Vec<us i ze >,
4 capac i ty : us i z e ,
5 }
6
7 impl Shape {
8 pub fn new<A: AsRef<[ u s i z e ]>>(shape : A) −> Se l f {
9 l e t shape = shape . as_ref ( ) ;
10 Shape {
11 shape : Vec : : from ( shape ) ,
12 capac i ty : {
13 i f shape . is_empty ( ) {
14 0
15 } e l s e {
16 l e t mut c = 1 ;
17 f o r i in shape {
18 c ∗= i ;
19 }
20 c
21 }
22 } ,
23 }
24 }
25
26 pub fn index(& s e l f , index : &[ u s i z e ] ) −> us i z e {
27 i f index . l en ( ) == 1 {
28 r e turn index [ 0 ] ;
29 }
30 l e t mut s = 0 ;
31 l e t mut p = 1 ;
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32 f o r i in 0 . . index . l en ( ) {
33 a s s e r t ! ( index [ i ] < s e l f [ i ] ) ;
34
35 s += p ∗ index [ i ] ;
36 p ∗= s e l f [ i ] ;
37 }
38 s
39 }
40
41 pub fn get_dimension(& s e l f ) −> us i z e {
42 s e l f . shape . l en ( )
43 }
44
45 pub const fn get_capacity(& s e l f ) −> us i z e {
46 s e l f . capac i ty
47 }
48 }
49
50 impl Clone f o r Shape {
51 fn c l one (& s e l f ) −> Se l f {
52 S e l f {
53 shape : s e l f . shape . c l one ( ) ,
54 capac i ty : s e l f . capac i ty ,
55 }
56 }
57 }
58
59 impl Part ia lEq f o r Shape {
60 fn eq(& s e l f , o ther : &S e l f ) −> bool {
61 s e l f . shape == other . shape
62 }
63 }
64
65 impl Index<us i ze> f o r Shape {
66 type Output = us i z e ;
67
68 fn index(& s e l f , index : u s i z e ) −> &Se l f : : Output {
69 &s e l f . shape [ index ]
70 }
71 }
72
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73 impl<U: AsRef<[ u s i z e ]>> From<U> fo r Shape {
74 fn from ( shape : U) −> Se l f {
75 Shape : : new( shape )
76 }
77 }

Layer je trait koji definixe zajedniqko ponaxa�e svih slojeva. Svaki sloj
ima tri bitne odgovornosti. Prva je a�urira�e internog sta�a. Druga je da
od ulaznog niza tensora vrati izlazni niz tensora, ovo �emo zvati prolaz un-
apred. Tre�a je da od ulaznog niza tensora vrati vrednosti izvoda svakod
izlaznog parametra od svakog internog parametra kao i od svakog ulaznog
parametra(parametar je u ovom kontekstu svaka vrednost u svakom od ulaznih
i internih tensora). Ovo �emo zvati prolaz unazad. Me�utim, ovaj pristup
dizajnira�u sloja nije najoptimalniji, ve� je zapravo mnogo bo	e da se u pro-
lazu unazad vrati izvod neke krajne funkcije gubitka od svakog, i ulaznog i
internog, parametra sloja. Problem je na�i naqin za dobija�e svih izvoda, ali
tako da sloj bude bez zna�a o onome sto se dexava �egovim izlaznim podacima.
Postoji nekoliko naqina da se ovo uradi. Jedan je da u definiciji metoda
nema ulaznih tensora, ve� da se smatra da su ulazni tensori oni koji su bili
prosle�eni metodu za prolaz unapred. Me�utim, to nije dobro rexe�e, jer ne
postoji naqin da i metod za prolaz unapred i metod za prolaz unazad budu opti-
mizovani. Prolaz unazad je neoptimizovan ako mora da raquna neke stvari koje
se efikasnije racunaju u prolazu unapred. Ako bi se prolaz unazad optimizo-
vao svalili bismo deo odgovornosti na prolaz unapred. Posto prolaz unapred
mo�e da se koristi potpuno nezavisno od prolaza unazad dodatna odgovornost
�e imati negativan uticaj na efikasnost, a ne�e doprinositi niqemu. Postoji
rexe�e za ovaj problem i to je dodava�e jox jednod metoda koji �e slu�iti za
prolaz unapred ali samo onda kad �e se nakon �egovog poziva zvati i prolaz
unazad. U ovom slucaju je moguqe da sve radi optimalno ali dolazi do zaga�e�a
koda kao i do potrebe da se neko parcijanlo sta�e pamti unutar sloja. Drugi
naqin da se uradi prolaz unazad je da definicija metoda ima dva parametra.
Prvi je ulazni niz tensora, a drugi parametar je funkcija koja �e od izlaznih
vrednost datog sloja dati izvode ulaznih parametara slojeva qiji su ulazi
izlazi datog sloja. Na ovaj naqin rexavamo se problema sa efikasnoscu, jer
je sva odgovornost na jednom metodu, koji ima samo jednu svrhu. Tako�e, pro-
laz unazad postaje jedna celina. Izvan ove tri odgovornosti sloj ima jos neke
sporedne, koje sluze za vra�a�e informacija o samom sloju, ali one su ma�e
bitne.

1 pub {\ l a t i n t r a i t } Layer {
2 type Input : Number ;



16 4. Primeri implementacije

3 type I n t e r na l : Number ;
4 type Output : Number ;
5
6 fn get_input_shapes(& s e l f ) −> Vec<&Shape>;
7
8 fn get_output_shapes(& s e l f ) −> Vec<&Shape>;
9
10 fn feed_forward(& s e l f , inputs : &[&Tensor<S e l f : : Input >])

−> Vec<Tensor<S e l f : : Output>>;
11
12 fn back_propagate <’s>(
13 &’ s s e l f ,
14 inputs : &[&Tensor<S e l f : : Input >] ,
15 get_output_der ivat ives : Box<
16 dyn FnOnce(Vec<&Tensor<S e l f : : Output>>) −> Vec<

Option<Tensor<S e l f : : Output>>> + ’ s ,
17 >,
18 ) −> (
19 Option<Vec<Tensor<S e l f : : Input>>>,
20 Option<Vec<Tensor<S e l f : : I n t e rna l >>>,
21 ) ;
22
23 fn update(&mut s e l f , d e l t a s : Vec<Tensor<S e l f : : I n t e rna l

>>) {
24 a s s e r t ! ( d e l t a s . is_empty ( ) )
25 }
26 }

Model je struktura koja u sebi sadr�i slojeve i organizuje interakciju me�u
�ima. Model korisnicima omogu�ava da se umesto manuelnog uprav	a grupom
slojeva i organizova�a tokova podataka me�u �ima to radi automacki. Postoje
dve vrste modela, to su sekvencijalni i grafovski. Grafovski modeli u sebi
sadr�e precizno definisan usmeren neciklican graf u qijim qvorovima se
nalaze slojevi, a qije grane predstav	aju tok podataka izme�u �ih. Sekven-
cijalni model je specijalni slucaj grafovskog modela u kom je graf koji ga
opisuje samo prost put.

1 pub s t r u c t Model<T: Float> {
2 l a y e r s : Vec<Node<T>>,
3 inputs : Vec<(us i ze , u s i z e )>,
4 outputs : Vec<(us i ze , u s i z e )>,
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5 }
6
7 impl<T: Float> Model<T> {
8 fn new( l a y e r s : Vec<Node<T>>) −> Se l f {
9 l e t mut inputs = Vec : : new ( ) ;
10 l e t mut outputs = Vec : : new ( ) ;
11 f o r i in 0 . . l a y e r s . l en ( ) {
12 f o r j in 0 . . l a y e r s [ i ] . inputs . l en ( ) {
13 match l a y e r s [ i ] . inputs [ j ] {
14 I npu tDe f i n i t i on : : Input (_) => inputs . push

( ( i , j ) ) ,
15 I npu tDe f i n i t i on : : I n t e r na l (p , q ) => {
16 a s s e r t ! ( p < i ) ;
17 i f l e t OutputDef in i t ion : : None ( Option

: : Some ( ( i1 , j 1 ) ) )
18 | OutputDef in i t ion : : Output ( Option : :

Some ( ( i1 , j 1 ) ) )
19 | OutputDef in i t ion : : OutputWithLoss (_

, Option : : Some ( ( i1 , j 1 ) ) ) =
20 l a y e r s [ p ] . outputs [ q ]
21 {
22 assert_eq ! ( i , i 1 ) ;
23 assert_eq ! ( j , j 1 ) ;
24 } e l s e {
25 panic ! ( )
26 }
27 }
28 }
29 }
30 f o r j in 0 . . l a y e r s [ i ] . outputs . l en ( ) {
31 i f l e t OutputDef in i t ion : : Output (_) |

OutputDef in i t ion : : OutputWithLoss (_, _) =
32 l a y e r s [ i ] . outputs [ j ]
33 {
34 outputs . push ( ( i , j ) ) ;
35 }
36 i f l e t OutputDef in i t ion : : None ( Option : : Some ( (

p , q ) ) )
37 | OutputDef in i t ion : : Output ( Option : : Some ( ( p ,

q ) ) )
38 | OutputDef in i t ion : : OutputWithLoss (_, Option
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: : Some ( ( p , q ) ) ) =
39 l a y e r s [ i ] . outputs [ j ]
40 {
41 a s s e r t ! ( p > i ) ;
42 i f l e t I npu tDe f i n i t i on : : I n t e r n a l ( i1 , j 1 )

= l a y e r s [ p ] . inputs [ q ] {
43 assert_eq ! ( i , i 1 ) ;
44 assert_eq ! ( j , j 1 ) ;
45 } e l s e {
46 panic ! ( )
47 }
48 }
49 }
50 }
51 S e l f {
52 l aye r s ,
53 inputs ,
54 outputs ,
55 }
56 }
57
58 pub fn bu i l d e r ( ) −> GraphBuilder<T> {
59 GraphBuilder : : new ( )
60 }
61
62 fn get_input_shapes(& s e l f ) −> Vec<&Shape> {
63 s e l f . inputs
64 . i t e r ( )
65 .map ( | ( i , j ) | s e l f . l a y e r s [∗ i ] . l a y e r .

get_input_shapes ( ) [∗ j ] )
66 . c o l l e c t : : <Vec<_>>()
67 }
68
69 fn get_output_shapes(& s e l f ) −> Vec<&Shape> {
70 s e l f . outputs
71 . i t e r ( )
72 .map ( | ( i , j ) | s e l f . l a y e r s [∗ i ] . l a y e r .

get_output_shapes ( ) [∗ j ] )
73 . c o l l e c t : : <Vec<_>>()
74 }
75
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76 fn feed_forward(& s e l f , inputs : &[&Tensor<T>]) −> Vec<
Tensor<T>> {

77 assert_eq ! ( s e l f . inputs . l en ( ) , inputs . l en ( ) ) ;
78 l e t mut inputs = inputs . i n t o_ i t e r ( ) ;
79
80 l e t mut node_outputs = Vec :: <Option<Vec<Tensor<T

>>>>::with_capacity ( s e l f . l a y e r s . l en ( ) ) ;
81 f o r node in &s e l f . l a y e r s {
82 l e t mut node_inputs = Vec : : with_capacity ( node .

inputs . l en ( ) ) ;
83 f o r i in &node . inputs {
84 node_inputs . push (match i {
85 I npu tDe f i n i t i on : : Input (_) => ∗ inputs .

next ( ) . unwrap ( ) ,
86 I npu tDe f i n i t i on : : I n t e r na l (p , q ) => &

node_outputs [∗p ] . as_ref ( ) . unwrap ( ) [∗ q ] ,
87 }) ;
88 }
89 l e t output = node . l a y e r . feed_forward ( node_inputs

. a s_s l i c e ( ) ) ;
90 node_outputs . push (Option : : Some( output ) ) ;
91 }
92
93 l e t mut outputs = Vec : : new ( ) ;
94 f o r (p , q ) in &s e l f . outputs {
95 l e t output = node_outputs [∗p ]
96 . take ( )
97 . unwrap ( )
98 . i n t o_ i t e r ( )
99 . nth (∗q )
100 . unwrap ( ) ;
101 outputs . push ( output ) ;
102 }
103 outputs
104 }
105
106 fn back_pass (
107 &s e l f ,
108 inputs : &[&Tensor<T>] ,
109 expected : &[&Tensor<T>] ,
110 ) −> Vec<Option<Vec<Tensor<T>>>> {



20 4. Primeri implementacije

111 fn pass <’s , T: Float >(
112 index : us i z e ,
113 nodes : &’ s [ Node<T>] ,
114 mut inputs : &[&Tensor<T>] ,
115 mut expected : &[&Tensor<T>] ,
116 node_outputs : &mut [ Option<Vec<&Tensor<T>>>],
117 node_input_der ivat ives : &mut [ Option<Vec<Tensor<

T>>>],
118 node_inte rna l_der ivat ive s : &mut [ Option<Vec<

Tensor<T>>>],
119 ) {
120 i f index == nodes . l en ( ) {
121 r e turn ;
122 }
123 l e t node = &nodes [ index ] ;
124 l e t mut node_inputs = Vec : : with_capacity ( node .

inputs . l en ( ) ) ;
125 f o r i in &node . inputs {
126 node_inputs . push (match i {
127 I npu tDe f i n i t i on : : Input (_) => {
128 l e t ( f i r s t , r e s t ) = inputs .

s p l i t _ f i r s t ( ) . unwrap ( ) ;
129 inputs = r e s t ;
130 ∗ f i r s t
131 }
132 I npu tDe f i n i t i on : : I n t e r na l (p , q ) => &

node_outputs [∗p ] . as_ref ( ) . unwrap ( ) [∗ q ] ,
133 }) ;
134 }
135 l e t ( input_der ivat ives , i n t e r n a l_de r i v a t i v e s ) =

node . l a y e r . back_propagate (
136 node_inputs . a s_s l i c e ( ) ,
137 Box : : new ( | output | {
138 l e t mut node_outputs = node_outputs .

to_vec ( ) ;
139 l e t node_outputs = node_outputs .

as_mut_slice ( ) ;
140 node_outputs [ index ] = Option : : Some(

output ) ;
141 pass (
142 index + 1 ,
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143 nodes ,
144 inputs ,
145 expected ,
146 node_outputs ,
147 node_input_derivatives ,
148 node_interna l_der ivat ives ,
149 ) ;
150 l e t mut node_output_derivatives = Vec : :

with_capacity ( node . outputs . l en ( ) ) ;
151 f o r i in 0 . . node . outputs . l en ( ) {
152 node_output_derivatives . push (match &

node . outputs [ i ] {
153 OutputDef in i t ion : : None ( Option : :

Some ( ( p , q ) ) )
154 | OutputDef in i t ion : : Output (

Option : : Some ( ( p , q ) ) ) => {
155 node_input_derivat ives [∗p ]
156 . as_mut ( )
157 .map ( | i t | s td : :mem: :

r ep l a c e (&mut i t [∗ q ] , Tensor : : new ( [ ] ) ) )
158 }
159 OutputDef in i t ion : : OutputWithLoss

( l o s s , _) => Option : : Some(
160 l o s s . d e r i v a t i v e (&

node_outputs [ index ] . as_ref ( ) . unwrap ( ) [ i ] , {
161 l e t ( f i r s t , r e s t ) =

expected . s p l i t _ f i r s t ( ) . unwrap ( ) ;
162 expected = r e s t ;
163 ∗ f i r s t
164 }) ,
165 ) ,
166 _ => Option : : None ,
167 }) ;
168 }
169
170 node_output_derivatives
171 }) ,
172 ) ;
173 node_input_derivat ives [ index ] =

input_der iva t ive s ;
174 node_inte rna l_der ivat ive s [ index ] =
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i n t e r n a l_de r i v a t i v e s ;
175 }
176
177 assert_eq ! ( s e l f . inputs . l en ( ) , inputs . l en ( ) ) ;
178
179 l e t mut node_outputs = vec ! [ Option : : None ; s e l f .

l a y e r s . l en ( ) ] ;
180 l e t mut node_input_derivat ives = vec ! [ Option : : None ;

s e l f . l a y e r s . l en ( ) ] ;
181 l e t mut node_inte rna l_der ivat ive s = vec ! [ Option : :

None ; s e l f . l a y e r s . l en ( ) ] ;
182 pass (
183 0 ,
184 &s e l f . l aye r s ,
185 inputs ,
186 expected ,
187 &mut node_outputs ,
188 &mut node_input_derivatives ,
189 &mut node_interna l_der ivat ives ,
190 ) ;
191
192 node_inte rna l_der ivat ive s
193 }
194
195 fn update(&mut s e l f , d e l t a s : Vec<Option<Vec<Tensor<T

>>>>) {
196 assert_eq ! ( s e l f . l a y e r s . l en ( ) , d e l t a s . l en ( ) ) ;
197
198 l e t mut d e l t a s = de l t a s . i n t o_ i t e r ( ) ;
199 f o r i in &mut s e l f . l a y e r s {
200 i f l e t Option : : Some(d) = de l t a s . next ( ) . unwrap ( )

{
201 i . l a y e r . update (d) ;
202 }
203 }
204 }
205 }
206
207 pub s t r u c t GraphBuilder<T: Float> {
208 l a y e r s : Vec<PartialNode<T>>,
209 }
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210
211 impl<T: Float> GraphBuilder<T> {
212 fn new ( ) −> Se l f {
213 S e l f {
214 l a y e r s : Vec : : new ( ) ,
215 }
216 }
217
218 pub fn add_node<B, L>(mut s e l f , node : NodeBuilder<T, B,

L>) −> Se l f
219 where B: LayerBui lder<Input=T, I n t e r na l=T, Output=T,

Layer=L>,
220 L : Layer<Input=T, I n t e r n a l=T, Output=T> + ’

s t a t i c , {
221 f o r i in 0 . . node . inputs . l en ( ) {
222 i f l e t I npu tDe f i n i t i on : : I n t e r n a l (p , q ) = &node .

inputs [ i ] {
223 l e t n = s e l f . l a y e r s . l en ( ) ;
224 s e l f . l a y e r s [∗p ] . connect (∗q , (n , i ) ) ;
225 }
226 }
227 s e l f . l a y e r s . push (
228 node . bu i ld ( | p , q | s e l f . l a y e r s [ p ] .

get_output_shape (q ) )
229 ) ;
230 s e l f
231 }
232
233 pub fn bu i ld ( s e l f ) −> Model<T> {
234 Model : : new( s e l f . l a y e r s . i n t o_ i t e r ( ) .map ( | l | l . bu i ld ( )

) . c o l l e c t : : <Vec<_>>())
235 }
236 }

Kako definisa�e grafa nije uvek jednostavno, pogotovo grafa koji ispu�ava
sve zadate uslove, postoji struktura GraphBuilder. Ova struktura omogu�ava
korisnicima da na jednostavan naqin naprave grafovski model koji �e biti
validan. Strukture i trait-ovi koji omogucavaju to su Node, PartialNode, Node-
Builder i LayerBuilder. Korisnik �e kreirati NodeBilder u koji �e smestiti
LayerBuilder. Dodava�em NodeBuilder-a u GraphBuilder, on �e se pretvoriti
u PartialNode koriste�i informacije o prethodnim PartialNode-ovima. Nakon
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xto je dodat posled�i NodeBuilder korisnik mo�e da pozove build metod u
GraphBuilder-u koji �e ParcialNode-ove da pretvori u Node-ove i da napravi
grafovski model.

1 pub s t r u c t GraphBuilder<T: Float> {
2 l a y e r s : Vec<PartialNode<T>>,
3 }
4
5 impl<T: Float> GraphBuilder<T> {
6 fn new ( ) −> Se l f {
7 S e l f {
8 l a y e r s : Vec : : new ( ) ,
9 }
10 }
11
12 pub fn add_node<B, L>(mut s e l f , node : NodeBuilder<T, B,

L>) −> Se l f
13 where B: LayerBui lder<Input=T, I n t e r na l=T, Output=T,

Layer=L>,
14 L : Layer<Input=T, I n t e r n a l=T, Output=T> + ’

s t a t i c , {
15 f o r i in 0 . . node . inputs . l en ( ) {
16 i f l e t I npu tDe f i n i t i on : : I n t e r n a l (p , q ) = &node .

inputs [ i ] {
17 l e t n = s e l f . l a y e r s . l en ( ) ;
18 s e l f . l a y e r s [∗p ] . connect (∗q , (n , i ) ) ;
19 }
20 }
21 s e l f . l a y e r s . push (
22 node . bu i ld ( | p , q | s e l f . l a y e r s [ p ] .

get_output_shape (q ) )
23 ) ;
24 s e l f
25 }
26
27 pub fn bu i ld ( s e l f ) −> Model<T> {
28 Model : : new( s e l f . l a y e r s . i n t o_ i t e r ( ) .map ( | l | l . bu i ld ( )

) . c o l l e c t : : <Vec<_>>())
29 }
30 }
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1 pub s t r u c t Node<T: Float> {
2 pub( c r a t e ) l a y e r : Box<dyn Layer<Input=T, I n t e r n a l=T,

Output=T>>,
3 pub( c r a t e ) inputs : Vec<InputDe f in i t i on <()>>,
4 pub( c r a t e ) outputs : Vec<OutputDef in it ion<Box<dyn Loss<T

>>, Option<(us i ze , u s i z e )>>>,
5 }
6
7 impl<T: Float> Node<T> {
8 pub fn new(
9 l a y e r : Box<dyn Layer<Input=T, I n t e r n a l=T, Output=T

>>,
10 inputs : Vec<InputDe f in i t i on <()>>,
11 outputs : Vec<OutputDef in i t ion<Box<dyn Loss<T>>,

Option<(us i ze , u s i z e )>>>,
12 ) −> Se l f {
13 S e l f {
14 l ayer ,
15 inputs ,
16 outputs ,
17 }
18 }
19 }

1 pub( c r a t e ) s t r u c t PartialNode<T: Float> {
2 l a y e r : Box<dyn Layer<Input=T, I n t e r n a l=T, Output=T>>,
3 inputs : Vec<InputDe f in i t i on <()>>,
4 outputs : Vec<OutputDef in i t ion<Box<dyn Loss<T>>, ( )>>,
5 new_outputs : BTreeMap<us i ze , ( us i ze , u s i z e )>,
6 }
7
8 impl<T: Float> PartialNode<T> {
9 pub( s e l f ) fn new<L : Layer<Input=T, I n t e r n a l=T, Output=T>

+ ’ s t a t i c >( l ay e r : L , inputs : Vec<InputDe f in i t i on <()>>,
outputs : Vec<OutputDef in i t ion<Box<dyn Loss<T>>, ( )>>) −>
Se l f {

10 S e l f {
11 l a y e r : Box : : new( l ay e r ) ,
12 inputs ,
13 outputs ,
14 new_outputs : BTreeMap : : new ( ) ,
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15 }
16 }
17
18 pub( c r a t e ) fn connect(&mut s e l f , q : us i ze , c h i l d : ( us i ze

, u s i z e ) ) {
19 l e t v a l i d = s e l f . new_outputs . i n s e r t (
20 q ,
21 ch i ld ,
22 ) . is_none ( ) ;
23 a s s e r t ! ( v a l i d ) ;
24 }
25
26 pub( c r a t e ) fn get_output_shape(& s e l f , q : u s i z e ) −> &

Shape {
27 s e l f . l a y e r . get_output_shapes ( ) [ q ]
28 }
29
30 pub( c r a t e ) fn bu i ld ( s e l f ) −> Node<T> {
31 l e t Part ia lNode {
32 l ayer ,
33 inputs ,
34 outputs ,
35 mut new_outputs ,
36 } = s e l f ;
37 l e t f ina l_outputs = outputs
38 . i n t o_ i t e r ( )
39 . enumerate ( )
40 .map ( | ( i , o ) | o . bu i ld ( new_outputs . remove(& i ) ) )
41 . c o l l e c t : : <Vec<_>>() ;
42
43 Node : : new( layer , inputs , f ina l_outputs )
44 }
45 }

1 pub s t r u c t NodeBuilder<
2 ’ s ,
3 T: Float ,
4 B: LayerBui lder<Input=T, I n t e r na l=T, Output=T, Layer=L>

+ ’ s t a t i c ,
5 L : Layer<Input=T, I n t e r n a l=T, Output=T> + ’ s t a t i c ,
6 > {
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7 l a y e r : B,
8 pub( c r a t e ) inputs : Vec<InputDe f in i t i on <&’s Shape>>,
9 pub( c r a t e ) outputs : Vec<OutputDef in it ion<Box<dyn Loss<T

>>, ( )>>,
10 }
11
12 impl<
13 ’ s ,
14 T: Float ,
15 B: LayerBui lder<Input=T, I n t e r n a l=T, Output=T, Layer=L>,
16 L : Layer<Input=T, I n t e r n a l=T, Output=T> + ’ s t a t i c ,
17 > NodeBuilder <’s , T, B, L>
18 {
19 pub fn new(
20 l a y e r : B,
21 inputs : Vec<InputDe f in i t i on <&’s Shape>>,
22 outputs : Vec<OutputDef in i t ion<Box<dyn Loss<T>>, ( )

>>,
23 ) −> Se l f {
24 S e l f {
25 l ayer ,
26 inputs ,
27 outputs ,
28 }
29 }
30
31 pub( c r a t e ) fn bui ld<F: Fn( us i ze , u s i z e ) −> &’ s Shape>(
32 s e l f ,
33 get_parent_shape : F ,
34 ) −> PartialNode<T> {
35 l e t NodeBuilder {
36 l ayer ,
37 inputs ,
38 outputs ,
39 } = s e l f ;
40 l e t mut input_shapes = Vec : : with_capacity ( inputs . l en

( ) ) ;
41 l e t mut input_defs = Vec : : with_capacity ( inputs . l en ( )

) ;
42 inputs . i n t o_ i t e r ( ) . for_each ( | i | {
43 l e t ( shape , input_def ) = match i {
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44 I npu tDe f i n i t i on : : Input ( shape ) => ( shape ,
I npu tDe f i n i t i on : : Input ( ( ) ) ) ,

45 I npu tDe f i n i t i on : : I n t e r na l (p , q ) => (
get_parent_shape (p , q ) , I npu tDe f i n i t i on : : I n t e r n a l (p , q ) )

46 } ;
47 input_shapes . push ( shape ) ;
48 input_defs . push ( input_def ) ;
49 }) ;
50
51 Part ia lNode : : new(
52 l a y e r . bu i ld ( input_shapes . a s_s l i c e ( ) ) ,
53 input_defs ,
54 outputs ,
55 )
56 }
57 }

1 pub t r a i t LayerBui lder {
2 type Input : Number ;
3 type I n t e r na l : Number ;
4 type Output : Number ;
5 type Layer : Layer<Input = S e l f : : Input , I n t e r na l = S e l f : :

I n t e rna l , Output = S e l f : : Output>
6 + ’ s t a t i c ;
7
8 fn bu i ld ( s e l f , input_shapes : &[&Shape ] ) −> Se l f : : Layer ;
9 }

Postoji jox nekoliko bitnih struktura i trait-ova koji su neophodni za ovo
biblioteku. To su Loss, Activation, Optimizer, Dataset, Trainer.

Activation je trait koji opisuje zajedniqko ponaxa�e aktivacionih funkcija.
Loss je trait koji opisuje zajedniqko ponaxa�e funkcija gubitka(grexke). Op-
timizer je trait koji opisuje zajedniqko ponaxa�e algoritama za optimizaciju.
Dataset je trait koji opisuje zajedniqko ponaxa�e skupova podataka za uqe�e i
predvi�a�e. Trainer je struktura koja prima optimizacioni algoritam i skup
podataka i koristi se za trenira�e(uqe�e) modela.
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Primeri istreniranih modela

Neuronske mre�e imaju primene u raznim oblastima i u mogu�nosti su da
obav	aju razne i veoma kompleske zadatke. Me�utim, xto je zadatak komplek-
sniji to je potrebno vixe vremena i vixe raqunarske mo�i. Nazalost, meni ni
jedno od ta dva nije dostupno, tako da �u prikazati samo primene neuronskih
mre�a na prostijim primerima gde za trenira�e modela nije potrebno mnogo
resursa.

Mnist je skup slika ruqno pisanih i obelezenih cifara. Sadr�i 60000 slika za
trenira�e i 10000 slika za proveru taqnosti modela. Sve slike su crno-bele i
dimenzija 28x28. Za ovaj skup podataka se mo�e koristiti najobiqnija neuron-
ska mre�a, sastav	ena od 3 Dense sloja sa redom 16, 16, 10 veliqinama izlaznih
tensora. Na ovaj naqin se mo�e dobiti taqnost od 95%. Ali ovo je daleko od
najbo	eg rezultata koji se mo�e dobiti. Koriste�i CNN mo�emo postici taq-
nost od 97%. Ukoliko zelimo jox bo	e rezultate mo�emo da poqetni skup
predprocesiramo i da ga na taj naqin proxirimo.

Iris flower(perunike) je skup podataka u kojem su date informacije za 150 cve-
tova koji pripadaju u 3 sorte(klase). Potrebno je na osnovu 4 du�ine odred-
jenih delova cveta odrediti kojoj klasi pripada. Kao i za mnist i za ovaj skup
mo�emo koristiti neuronsku mre�u sastav	enu samo od Dense slojeva, i to
u ovom slucaju mogu da imaju jox ma�e izlaznih parametara. Koriste�i taj
metod mo�emo da dobijemo taqnost od blizu 98%.

Boston Housing je skup podataka u kom se umesto klasifikacije, kao xto je
ra�eno u prethodnim primerima, radi regresija. U ovom skupu je dato 14
podataka o 506 ku�a i treba odrediti medijanu cene ku�a na osnovu ostalih 13
podataka.

Nazalost ne postoje skupovi podataka koji su dovo	no prosti, a da zahtevaju
nesekvencijalne strukture.

29
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Planovi za budu�nost

Bez obzira na modularnost ove biblioteke i sirok dijapazon modela koji se
mogu kreirati, ona nije bez nedostatka. Me�u ovim nedostacima postoje oni za
qije rexava�e ili nije potrebno mnogo koda ili potreban kod nije preterano
slo�en. Ali, postoje i oni kojima rexe�a zavise od Rust-a i mo�da nikad
ne�e biti potpuno rexivi.

6.1 Lako rexivi nedostaci

Jedan od tih nedostataka je to xto trenutno nije podr�ana upotreba grafiqkih
kartica. U danax�e vreme se priliqno veliki deo maxinskog uqe�a odvija
na grafiqkim karticama kao i na drugom specijalizovanom harveru. Ovo je
korisno jer su te platforme dizajnirane da omogu�e masivno paralelno proce-
sira�e, koje mo�e znaqajno da skrati vreme trenira�a kao i vreme predvi�a�a.
Iako postoji rexe�e za ovaj nedostatak, ono zahteva da se neki delovi koda
paralelizuju(koriste�i neku biblioteku, kojom mo�emo da izvrsavamo kod na
grafickoj kartici). Compile time kriterijumi za paralelni kod u Rust-u su
jox stro�iji nego za sekvencijalni kod, sto bi znaqilo da bi deo postoje�eg
koda morao da se promeni.

Jox jedan nedostatak biblioteke je ma�ak odre�enih slojeva koji postoje u
drugim bibliotekama za maxinxko uqe�e. Konkretno, to su RNN(recurrent
neural network) i LSTM(long short-term memory) slojevi, kao i neki drugi. Ovaj
nedostatak je lako rexiti, jer zahteva samo dodava�e nekoliko struktura.

Sve poznate biblioteke za uqe�e imaju na neki naqin implementiranu seri-
jalizaciju modela. Odnosno, u svakoj od �ih postoji naqin da se model saquva
u nekom formatu na disku ili da se poxa	e preko mre�e. Serijalizacija u
Rust-u mo�e da bude veoma jednostavna, kako postoje mnoge biblioteke koje se
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specijalizuju za taqno to.

6.2 Nedostaci qija rexe�a zavise od razvoja

Rust-a
Postoje nedostaci koje mo�da nije moguqe rexiti zbog samog dizajna Rust-a. U
svim poznatim bibliotekama za uqe�e postoji Embedding sloj, qiji su ulazni
podaci celi brojevi, a izlazni realni brojevi. Iako se Embedding sloj mo�e
napisati i normalno funkcionisati u Rust-u, on se ne mo�e koristiti u mod-
elu. Model zahteva da svaki sadr�ani sloj ima isti tip ulaza i izlaza i
trenutno ne postoji naqin da se ovo ogranice�e zaobi�e u Rust-u, ali kako je
Rust nov jezik koji je pod aktivnim razvojem, ovako nexto mozda bude omoguqeno
u bodu�nost. Za sad, me�utim, postoji naqin da se Embedding sloj koristi u
modelu, ali tako da mu ulazni podaci budu realni brojevi, a da ih posmatra kao
cele. Slojevi sa razliqitim ulaznim i izlaznim tipovima nisu jedini prob-
lem koji nastaje direktno od Rust-a. Jox jedan takav je nemogu�nost prav	e�a
globalnog generiqkog array pool-a. Pri svakoj kreaciji tensora alocira se
jedan niz za �egove podatke i svaki put kad tensor iza�e iz scope-a taj niz se
dealocira. Korisno bi bilo kada bismo umesto da alociramo i dealociramo te
nizove, mi �ih skladistili negde odakle mo�emo da ih uzmemo pri ponovnom
kreira�u tensora. Na ovaj naqin bismo mogli da pobo	samo efkasnost, na-
jvise zato sto se svaki tensor koji je u izlazu sloja kreira za skaki prolaz, a
najqex�e traje samo to prosle�iva�a u slede�i sloj. Me�utim, za ovako nexto
potreban je globalni objekat koji �e da skladisti nizove, ali taj objekat mora
da bude generiqki, jer �e se primarno koristiti u strukturi Tensor koja je
generiqka. Ovo bi bilo moguqe kad bi postojali statiqki generici. Kao i
sa prethodnim problemom ovo mozda postane moguqe u buducnosti, ali za ra-
zliku od proslog problema trenuto ne postoji nikakv naqin da ovako nesto
postignemo.
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