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Apstrakt

Predvi�a�e budu�eg kreta�a cena deonica je predmet istra�iva�a ve� mnogo godina. Sa
jedne strane, imamo 	ude koji veruju u hipotezu efikasnog tr�ixta, qija je direktna pos-
ledica da je nemogu�e predvideti vrednost akcija, dok sa druge strane, postoje predlozi
da ju je mogu�e predvideti sa visokim stepenom preciznosti. U ovom radu predla�emo
pristup sa maxinskim uqe�em. Predvi�ana je cena deonica kompanije Apple Inc. pri
zatvara�u tranzakcija tog dana. Pore�ena su dva modela: CNN i LSTM, pri qemu jasno
vidimo da se CNN model br�e prilago�ava na promene u marketu.

Abstract

Prediction of future movement of stock prices has been a subject of research for many years.
On the one hand, there are people who believe in the Efficient Market Hypothesis, whose direct
implication is that it is impossible to predict a value of a stock, while on the other hand, there
are propositions that it can be predicted with a high level of accuracy. In this paper, we propose
an approach with machine learning. We are predicting the stock price of company Apple Inc.
at the end of the fiscal day. We are comparing two models: CNN and LSTM, where we clearly
see that CNN model can adapt faster to changes in the market.
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1 Uvod

Predvi�a�e se mo�e definisati kao pokuxaj da se pogodi neki doga�aj u budu�nosti
korix�e�em istorijskih podataka. U mnogim oblastima je ovo bitno, pa i u biznisu,
ekonomiji i finansijama. Mo�e se podeliti u kraktoroqno (predvi�a�e za narednih ne-
koliko sekundi pa sve do nekoliko meseci) i dugoroqno (predvi�a�e za narednih nekoliko
godina). Ve�ina problema predvi�a�a uk	uquje analizu podataka kroz vreme. Podaci se
definixu kao hronoloxki niz izabranog parametra. U naxem sluqaju je to cena akcije.
Analizira�em ovog niza �elimo da uoqimo neka pravila, periode, cikluse, trendove u
podacima. U naxem sluqaju unapred zna�e cene akcije bi pomoglo u investira�u para
pametno.

Predvi�a�e na berzi je decenijama bilo predmet prouqava�a i istra�iva�a. To je ve-
oma atraktivna tema kako investitorima tako i istra�ivaqima. Postav	a se pita�e
zaxto posle toliko vremena niko nije uspeo da rexi ovaj problem. Odgovor je velika
kompleksnost i haotiqnost tr�ixta. Broj parametara i izvora informacija potrebnih
za predvi�a�e je prevelik. Neki veruju u hipotezu efikasnog tr�ixta, po kojoj se ak-
cije uvek prodaju po fer vrednosti u tom trenutku, xto bi pobe�iva�e tr�ixta uqinilo
nemogu�im. Me�utim, 	udi nisu racionalni, stoga mnogi veruju da je mogu�e predvideti
budu�e cene akcija iako se problem pokazao izuzetno texkim. Postoji mnogo radova iz
razliqitih oblasti koji se suoqavaju sa ovim izazovom.

Postoje�e metode za predvi�a�e cene deonica se mogu podeliti na: fundamentalnu ana-
lizu, tehniqku analizu i analizu hronoloxkog niza podataka. Fundamentalna analiza
je vrsta investitorske analize gde se budu�a vrednost deonice proce�uje pomo�u prodaja,
zarade, profita i drugih ekonomskih faktora. Ovaj naqin se najvixe koristi za dugo-
roqno predvi�a�e. Tehniqka analiza razmatra istorijsku cenu akcija. Primer tehniqke
analize je pomeraju�i prosek (moving average). Ona se koristi za veoma kraktoroqno pre-
dvi�a�e. Posled�a, analizom hronoloxkog niza cena deonica, za razliku od tehniqke
analize, ne posmatraju se samo podaci nego i �ihove promene kroz vreme i daju im se
te�ine (nisu sve promene isto bitne). Deli se na linearne i nelinearne algoritme. Mi
�emo se fokusirati na nelinearne, preciznije duboke neuronske mre�e. One se mogu po-
smatrati kao kontejneri za neku nelinearnu funkciju.

Postoji veliki broj arhitektura neuronskih mre�a u zavisnosti od primene. Rekurente
neuronske mre�e su se pokazale najmo�nije u procesira�u sekvencijalnih podataka. Takve
mre�e poseduju kraktorajno "pam�e�e". Bax zbog te sposobnosti se ovakav model najqex�e
poka�e bo	e od standardnih pristupa maxinskog uqe�a, kada je u pita�u ovakav tip pro-
blema.
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2 Hipoteza

Koristi�emo LSTM (long short-term memory). Ova arhitektura je jedna od najuspexnijih
RNN-ova. LSTM za razliku od klasiqnih rekurentnih neuronskih mre�a poseduje i dugo-
roqno "pam�e�e" koje realizuje tako xto "zaborav	a" memoriju koju smatra irelevantnom
za predvi�a�e slede�eg izlaza. Iz tog razloga je sposobniji da uqi iz dugih nizova po-
dataka. Ako postoje neki dugoroqni trendovi u hronoloxkom nizu cena akcija na berzi,
LSTM �e najbo	e mo�i da ih nauqi i da�e najbo	e rezultate.

Drugi metod koji �emo koristiti i porediti sa LSTM-om je CNN (convolutional neural
network). Ovaj metod bi mogao da poka�e qak i bo	e rezultate od LSTM-a, iako LSTM
daje najbo	e rezultate u mnogim drugim analizama hronoloxkih nizova podataka.

Motivacija iza korix�e�a ova dva modela je da bi se videlo da li u promenama cena
deonica postoje neke dugoroqne zavisnosti. Pretpostavka je da je berza veoma nepredvi-
diva, iako ima neke trendove i paterne oni se me�aju tokom vremena i u zavisnosti od
kompanije i �enog sektora. To bi moglo da pogorxa rezultate LSTM-a, dok CNN koristi
podatke date u ovom trenutku za predvi�a�e, pa bi analiza trenutnih trendova dala bo	e
rezultate.

3 Metod

3.1 RNN

Feedforward neuronske mre�e (kao npr. CNN) slikaju ulaz fiksirane veliqine u izlaz.
Veoma su mo�ne i koriste se za mnogo razliqitih problema. Me�utim, dosta podataka nije
u formi vektora fiksiranih veliqina, ve� u formi sekvenci. Ovaj problem je rexen
korix�e�em rekurentnih neuronskih mre�a (RNN). RNN je dizajniran tako da mo�e da
uqi iz sekvencijalnih podataka. �udi ne poqi�u da razmx	aju ispoqetka svaki put kad
dobiju nove informacije. Koristimo se prethodnim zna�ima da bismo razumeli naredne
informacije. Za razliku od rekurentnih, klasiqne neuronske mre�e to ne mogu. Pomo�u
neke vrste "memorije", mre�a se trenira da zapamti prethodni ulaz qime hrani budu�e
izlaze. RNN je prirodno morao da nastane da bi mogli da se nosimo sa razliqitim vr-
stama sekvencijalnih podataka kao xto je zvuk, video, tekst.

Sada �emo videti kako zapravo RNN uspeva da iskoristi koncept pam�e�a (veoma sliqno
kako je zapravo realizovano kratkotrajno pam�e�e u 	udima). RNN uk	uquje pet	e koje
omogu�avaju informacijama da opstanu.

5



Slika 1: Rekurenta neuronska mre�a prikazana sa pet	om

Na slici iznad vidimo da se deo neuronske mre�e oznaqen sa A hrani sa nekim ulazom
xt i prethodnim izlazom ht−1 i daje kao izlaz ht. Ova pet	a daje mogu�nost mre�i da
prenese informaciju sa jednog koraka na drugi.

Ove pet	e mogu izgledati zbu�uju�e. Me�utim, RNN mo�e da se posmatra kao obiqna
neuronska mre�a, ako se umesto pet	e mre�a prika�e kao mnoxtvo kopija jedne iste
mre�e i svakoj slede�oj se prosle�uje izlaz prethodne (odmota).

Slika 2: Odmotana rekurenta neuronska mre�a

Na slici iznad intuitivno vidimo da je rekurenta mre�a zapravo usko povezana sa ni-
zovima i sekvencama. Prirodno je koristiti takve mre�e kada se bavimo takvom vrstom
podataka.

U standardnim rekurentnim neuronskim mre�ama u skrivenom sta�u (na slici oznaqenom
sa A) se nalazi samo jedan sloj neurona sa tanh aktivacionom funkcijom.

U teoriji RNN je u mogu�nosti da pove�e bilo koju prethodnu informaciju sa trenutnim
problemom. Na�alost, to nije sluqaj i u praksi. Ako je informacija previxe uda	ena
poqi�e da se dexava pojava koja se naziva nestaju�i gradijenti, odnosno gradijenti krenu
da te�e nuli. Ovaj problem je rexen jednom specifiqnom strukturom rekurentne neuron-
ske mre�e: LSTM.

3.2 LSTM

LSTM (long short term memory) je specijalan tip RNN-a koji ima mogu�nost da nauqi i
dugoroqne zavisnosti. LSTM funkcionixe veoma dobro na raznovrsnim problemima i
trenutno je ve�ina vode�ih modela upravo LSTM. Konstruisan je da rexi problem "zabo-
rav	a�a", xtavixe dugoroqno pam�e�e je difoltno ponaxa�e ove arhitekture. LSTM
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tako�e ima strukturu lanca kao klasiqan RNN, ali je skriveno sta�e kompleksnije od jed-
nog sloja sa tanh funkcijom. U �emu se nalazi qetiri sloja koji interaguju na specijalan
naqin.

Slika 3: LSTM lanac i skriveno sta�e, oznaqeno sa A

Glavna ideja ovog modela je sta�e �elije, odnosno horizontalna linija koja se nalazi na
vrhu dijagrama. Sta�e �elije je prenosnik informacija, koji se kre�e kroz celu struk-
turu sa nekim malim, linearnim promenama (kao xto su mno�e�e i sabira�e prikazani
	ubiqastim krugom na slici). To omogu�ava informacijama da se kre�u neprome�ene.
LSTM ima mogu�nost da dodaje ili obrixe informacije sa sta�a �elije i to kontroli-
sano pomo�u struktura, koje se zovu kapije. One su saqi�ene od sloja neuronske mre�e
sa sigmoid aktivacionom funkcijom i operacijom mno�e�e. Sigmoid sloj vra�a brojeve
izme�u 0 i 1, xto odre�uje koliko �e se neke informacije propustiti. LSTM ima tri
ovakve kapije.

Prva stvar koju LSTM radi je da odluqi xta �e da zaboravi, tj. koje informacije �emo
da obrixemo iz sta�a �elije. To se dexava u prvom sigmoid sloju. Taj sloj se hrani sa
ht−1, prethodnim izlazom i xt, novim ulazom i vra�a broj izme�u 0 i 1 za svaki broj u
sta�u �elije Ct−1. To se mno�i sa sta�em �elije.

Slika 4: Sigmoid sloj zadu�en za zaborav	a�e, ft izlaz, Wf i bf te�ine grana i

bias-i

Slede�i korak nam je da odluqimo koju novu informaciju treba da "zapamtimo", tj. da
saquvamo u sta�u �elije. Prvo, sigmoid sloj odluquje koje vrednosti �emo da promenimo.
Posle toga tanh sloj konstruixe vektor kandidata koji �e se mo�da dodati u sta�e �elije.
Slede�e mno�e�em ta dva dobijamo vrednosti koje �emo dodati na sta�e �elije.
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Slika 5: Deo arhitekture zadu�en za dodava�e novih informacija na sta�e �elije

Posle ova dva koraka dobijamo novo sta�e �elije Ct. Sada mo�emo odluqiti i xta �emo da
vratimo. Izlaz je baziran na sta�u �elije. Ulaz i prethodni izlaz prolaze kroz sigmoid
sloj, koji odluquje koje �emo zapravo delove da vratimo. Nakon toga sta�e �elije prolazi
kroz tanh sloj i mno�i se sa izlazom sigmoid sloja da bi vratili samo �e	ene delove.

Slika 6: Posled�i korak pre vra�a�a izlaza

3.3 CNN

CNN (convolutional neural network) je "feed-forward" neuronska mre�a. Prvi put je kons-
truisana 1988 i zvala se LeNet. Konvolucione neuronske mre�e se najqex�e koriste za
prepoznava�e slika, iz razloga xto su veoma dobre u uqe�u odre�iva�a feature-a tj. karak-
teristika slike. To bi moglo da se poka�e dobro i na problemu predvi�a�a cene akcija.
Konvolucione mre�e imaju qetiri najbitnije operacije: konvolucija, nelinearnost, po-
oling, potpuno povezan sloj.

Slika 7: Arhitektura prve konvolucione neuronske mre�e LeNet
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3.3.1 Konvolucioni slojevi

Ime konvolucioni slojevi i same mre�e, konvoluciona neuronska mre�a, izvedeno je iz
imena matematiqke operacije konvolucija. Glavna primena konvolucije u CNN-u je da
odredi feature-e. Konvolucija se izvrxava tako xto kernel (matrica qije dimenzije mi
odredimo) pro�e kroz drugu matricu (ve�ih dimenzija) i svako po	e kernela se mno�i sa
odgovaraju�im po	em matrice.

Slika 8: Konvolucija, levo je matrica nad kojom se radi konvolucija, desno je

novonastala matrica, �utim je prikazan kernel

U primeru na slici pomeramo kernel za jedno po	e u matrici, ali postoji mogu�nost da
se pomera i za vixe. Taj pomeraj se zove korak (stride).

Koriste�i terminologiju za neuronske mre�e kernel se naziva filter i definixu se
�egove dimenzije. Tokom trenira�a vrednosti u filterima se uqe (optimizuju) kako bi
xto bole odre�ivali feature-e, ali se veliqina i broj filtera predefinixe. Veliqina
slede�eg sloja zavisi od broja filtera, time se odre�uje dubina (broj kanala). Da	e korak
(stride) odre�uje veliqinu svake matrice. Tako�e postoji mogu�nost popu�ava�a, dodava-
�a po	a kao okvir (i to mo�e da utiqe na veliqinu slede�eg sloja). To se radi jer inaqe
ne mo�e kernel da do�e do �oxkova ili da bismo pove�ali matricu koja nastaje.
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3.3.2 Pooling sloj

Pooling operacija se koristi da bi se sma�ile dimenzije svakog kanala koji se dobije posle
konvolucionog sloja, ali da se ujedno zadr�e najbitnije informaicje. Postoji razliqiti
tipovi pooling-a: max, prosek, suma.

U sluqaju max pooling-a definixemo veliqinu okoline (na primer prozor 2x2) i uzi-
mamo najve�i element iz matrice koji se nalazi u tom prozoru.

Slika 9: Max pooling operacija

3.3.3 Potpuno povezan sloj

Posled�i korak u konvolucionim neuronskim mre�ama je potpuno povezan sloj. Potpuno
povezan oznaqava da je svaki neuron u prethodnom sloju povezan sa svakim neuronom u
slede�em sloju. Izlaz konvolucionih i pooling slojeva �e biti predstav	en sa velikim
brojem kanala. Iz tog razloga se prvo sve informacije smextaju u jednodimenzionalni
vektor, posle qega se potpuno povezuje sa narednim slojem. Potpuno povezan sloj nam vra�a
�e	ene informacije iz odre�enih feature-a poqetnog ulaza.

Slika 10: Potpuno povezan sloj

3.4 Aktivacione funkcije

Aktivacione funkcije su veoma bitne u neuronskim mre�ama da ne bi doxlo do "eksplo-
dira�a" vrednosti neurona. Kako su neuronske mre�e veoma kompleksne i mnogo brojeva se
sabira i mno�i, potrebno je da kompresujemo brojeve na neki ma�i interval. Aktivacione
funkcije koje koristimo su sigmoid, tanh i ReLu.
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3.4.1 Sigmoid

Sigmoid funkcija je veoma pogodna jer preslikava brojeve u interval od 0 do 1. Najqex�e
se koristi za modele gde treba da se predvidi neka verovatno�a (kako je verovatno�a uvek
izme�u 0 i 1). U LSTM-u nam je potrebna za kapije, jer odre�ujemo koliko nexto treba
da se zaboravi ili doda. Nula znaqi potpuno zaboravi ili nemoj uopxte da dodajex, dok
jedan oznaqava da se saquva neka informacija ili potpuno doda.

Slika 11: Sigmoid aktivaciona funkcija

3.4.2 Tanh

Tanh (hiperboliqki tangens) je veoma sliqna funkcija kao i sigmoid, samo xto preslikava
u interval od −1 do 1. Tako�e je u S obliku kao sigmoid.

Slika 12: Tanh aktivaciona funkcija

3.4.3 ReLu

Aktivaciona funkcija koja se koristi za konvolucione slojeve je ReLU. ReLU je skra�eno
za Rectified Linear Unit. Ona je veoma bitna u CNN-u jer uvodi nelinearnost koju smo
spomi�ali. Ona je definisana kao f(x) = max(0, x). Za konvolucione slojeve se najbo	e
pokazala ReLU aktivaciona funkcija.

Slika 13: ReLu aktivaciona funkcija
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3.5 Baza podataka

Istorijski podaci za deonice se mogu preuzeti na sajtu Yahoo Finance (https://finance.yahoo.com)
u CSV (Comma Separated Values) formatu. To je tekst datoteka koja sadr�i listu podataka
razdvojenih zarezom. Za rad sa podacima koristimo python biblioteku pandas. Koriste
se istorijski podaci kompanije Apple Inc. (AAPL) od 1.1.2000. pa do 20.5.2021. (5380
odabiraka) Za svaki datum imamo 6 vrednosti: open, close, high, low, adj. close, volume.
Radimo sa close vrednosti deonice, tj. cena deonice na zatvara�u tranzakcija tog dana.

Baza se preprocesira. Radi se normalizacija na podacima i podaci se transformixu
u interval od 0 do 1.

Nakon toga baza je pode	e�a na trening (4304 odabiraka, 80% baze) i test (1076, 20%
baze) skupove, da bismo mogli da evaluiramo modele.

3.6 Modeli

Kao xto je objax�eno CNN se sastoji od dva bitna sloja, konvolucioni i pooling. Ko-
nvolucioni slojevi mogu da imaju ulaz u formi dvodimenzionalne slike ili kao niz
jednodimenzionalnih podataka. U naxem sluqaju je drugo navedeno. Rezultati koji se do-
biju posle konvolucionih slojeva se projektuju u feature mapu. Posle toga nad time rade
pooling slojevi, da bi se odredili najbitniji feature-i.

Prvi model je CNN koji kao ulaz koristi prethodnih 50 dana podataka. Treniramo model
koriste�i podatke iz skupa za trenira�e. Predvi�amo cenu pri zatvara�u tranzakcija
narednog dana. Dakle ulaz je dimenzija (50, 1). Model je saqi�en od samo jednog konvo-
lucionog sloja, koji odre�uje 16 feature mapa, odnosno ima 16 filtera veliqine 3. Posle
pooling sloj izvodi max pooling veliqine 2, sma�uju�i dimenzije feature mapa. Na kraju se
to izravna u jednodimenzionalni vektor xto je ulaz za slede�i potpuno povezani sloj sa
25 neurona, koji je pre izlaznog sloja koji predvi�a naredan dan, tj. ima 1 neuron. ReLu
se koristi u konvolucionim i potpuno povezanim slojevima. Peformanse modela se opti-
mizuju korix�e�em ADAM verzije stohastiqkog gradient descent-a. Model se trenira sa
20 epoha sa batch-evima veliqine 50. Za funkciju gubitka uzet je MSE (mean square error)
koji predstav	a aritmetiqku sredinu kvadrata razlika predvi�ene i realne vrednosti.

Drugi model je LSTM koji se sastoji iz enkoder i dekoder podmodela. Koristi prethod-
nih 50 dana kao ulaz. Enkoder se koristi da proqita i enkoduje ulazni niz dok dekoder
treba da interpretira enkodiranu sekvencu. Prvom LSTM sloju se predaje ulaz dimenzija
(50,1), odnosno prethodnih 10 nede	a podataka. On je saqi�en od 50 qvorova. Izlaz ovog
LSTM sloja je vektor sa 50 elemenata (jedan po qvoru) koji odre�uje feature-e od ulaznih
50 vrednosti. Sada se to dekodira sa jox jednim LSTM slojem sa tako�e 50 qvorova. Da	e
se to xa	e potpuno povezanom sloju sa 25 neurona pre nego xto do�e do izlaznog sloja sa
1 neuronom. MSE je funkcija gubitka. ADAM je optimizator. Trenira se na 20 epoha sa
veliqinom batch-a 50.
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4 Metrika

Za analizira�e efikasnosti modela koristimo Root mean squared error (RMSE). RMSE je
koren proseqne vrednosti kvadrata svih grexaka, odnosno razlika stvarne i predvi�ene
vrednosti. Korix�e�e RMSE je veoma qesto i predstav	a odliqnu generalnu metriku za
numeriqka predvi�a�a. U pore�e�u sa sred�om apsolutnom grexkom, RMSE pojaqava i
strogo ka��ava velike grexke.

RMSE =

√
1

N

∑
(Ŷi − Yi)2 (1)

Slika 14: RMSE

5 Rezultati

Modeli su testirani na test skupu podataka, tj. na podacima od 2017. pa do 2021. Najbo	e
se pokazao CNN model sa 200 epoha, qiji RMSE je bio 2.07653.

Model Broj epoha RMSE

CNN
20 4.20347
50 2.96310
100 2.28429
200 2.07653
300 2.11713

LSTM
20 13.85259
50 8.01862
100 6.45549
200 10.59045
300 19.78913
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Slika 15: Grafik predvi�enih i stvarnih vrednosti deonica kompanije Apple Inc.
CNN modela treniranog sa 200 epoha

Slika 16: Grafik predvi�enih i stvarnih vrednosti deonica kompanije Apple Inc.
LSTM modela treniranog sa 100 epoha
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6 Zak	uqak

Popularnost investira�a na berzi konstanto raste, xto podstiqe istra�ivaqe da prona-
laze nove metode za predvi�a�e cena akcija korix�e�em novih tehnika. Da bi se pomoglo
investitorima potreban je precizan model. U ovom radu smo predlo�ili dva modela u
ovu svrhu: LSTM i CNN. Hipoteza je opravdana, CNN se pokazao bo	e. Sa prethodna dva
grafika jasno se vidi da su predvi�a�a modela poqela znatno da odstupaju od realnih
vrednosti od kada je poqela pandemija COVID-19 virusa, dok su do tada veoma sliqno
predvi�ali. Tada su poqele ve�e fluktuacije na koje LSTM nije mogao dovo	no brzo da
se navikne, dok je nasuprot �emu CNN radio podjednako dobro i u tom periodu. Ovaj
rezultat lepo ilustruje mogu�nost CNN-a da prepoznaje trenutne trendove.
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