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Глава 1

Увод

Да ли знате да су друштвене мреже настале пре нешто више од десет година? Да су
мобилни телефони и интернет настали пре око 25 година? Рачунари пре 70 година?
Аутомобили пре око 130 година? Парна машина пре око 250 година? А да ли знате да
jе људска врста стара око 3 милиона година? Жеља за бољим jе увек покретала људску
врсту напред, од изласка из пећина, проналаска ватре и точка, па до данас. Међутим,
таj развоj jе постаjао временом све бржи и бржи. Све оно што ми данас сматрамо ос-
новом нашег живота настало jе пре занемарљиво мало времена у поређењу са траjањем
људске врсте. Оваj рад jе превасходно концентрисан на технологиjе машинског учења,
коjе тренутно доживљаваjу вртоглаву брзину развоjа, и њихове примене унутар ауто-
номних возила, коjи представљаjу jедан од наjвећих отворених проблема 21. века. Са
методолошког становништа, наjвећа пажња ће бити посвећена неуралним мрежама, коjе
представљаjу носилац овог развоjа у протеклим годинама.

Аутомобили су настали у 19. веку када jе Карл Бенц конструисао први аутомобил коjи
jе уместо вуче коња користио мотор са унутрашњим сагоревањем. Убрзо, они су проме-
нили свет. Споjили су људе и омогућили им већу слободу кретања. Данас jе немогуће
замислити живот без њих. Међутим, док се свет мењао и напредовао под утицаjем ауто-
мобила, они су у суштини остали исти. Како и у 19 в. тако и данас, имаjу точкове,
мотор, управљач, место намењено возачу коjи управља возилом... Идеjа за аутомобиле
без возача jе постojала одавно, али jе од почетка било jасно да се овоме не може присту-
пити као традиционалном оптимизациjском проблему: ефективно и безбедно управљање
моторним возилом неретко укључуjе доношење изузетно тешких одлука, коjе нису увек
лако образложиве. Управо jе употреба вештачке интелигенциjе за решавање важних
потпроблема у овом простору и довела до наjвећих продора у претходним годинама;
дотле да компаниjе попут Тесле већ имаjу половично аутономна возила на улицама.
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1.1 Предности и изазови

Предности самовозећих аутомобила су броjне. Као прво, самовозећи аутомобили имаjу
потенциjал да буду много безбедниjи од класичних аутомобила. Броjне камере, радари,
и системи уграђени у њих имаjу свакако бољу могућност да брже и исправниjе реа-
гуjу од људи. Такође, самовозећи аутомобили би пружили олакшање људима коjи не
воле да возе, али и дали више слободног времена за обављање других дневних оба-
веза, док би их њихов ауто возио ка одредишту. Развоj самовозећих аутомобила би
омогућио унапређење саобраћаjног система кроз повећање максималне брзине вожње
што би смањило време утрошено у саобраћаjу. Разлог за то jе, поред тога што су само-
возећи аутомобили сигурниjи, отварање могућности да они међусобно комуницираjу и
на таj начин размењуjу информациjе везане за њихову планирану путању што доводи
до бољег функсионисања целог система. Временом, може се очекивати да ће самовозећи
аутомобили потпуно заменити класичне аутомобиле, као и то да ће аутомобили са ману-
елним управљањем постати забрањени ради безбедности и несметаног функционисања
система. Ипак, управљање аутомобилима вероватно неће остати заборављено, него ће
прећи у хоби и занимациjу. Можемо очекивати да ће у будућности постоjати паркови,
градови па и читаве државе где ће аутомобиле и даље возити људи.

Током претходних година сведоци смо да многе светске компаниjе међу коjима су Tesla,
Google, NVIDIA и Uber покушаваjу да изграде прве самовозеће аутомобиле. Међутим,
стварање система способног да се самостално креће у саобраћаjу jе изузето тешко из
више разлога:

• систем не сме да има простора за грешку из разлога што и наjмања грешка може
да изазове огромну штету (смрт људи, материjалну штету)

• постоjе различити услови у коjима систем треба да ради (дан, ноћ, слаба осветље-
ност, jака осветљеност, киша, магла, снежне падавине, снег по коловозу).

• систем мора да буде безбедан и заштићен од злонамерних напада на њега (заштита
система од извршавања малициозног кода, као и отпорност на евентуалне намерне
“замке” постављене на путу)

• постоjање етичких дилема коjе jош увек нису решене. На пример:

– Испред аутомобила се налази камион са теретом коjи ниjе добро причвршћен,
у jедном тренутку са тог камиона спада терет, ваш ауто има две опциjе: остаће
на истом путу и таj терет ће убити вас, или ће скренути на страну и убити
случаjног пролазника. Уколико би изабрао прву опциjу, да ли бисте се возили
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у аутомобилу предпрограмираном да вас убиjе, а са друге стране, да ли бисте
ишли улицом ако поред пролазе ауто-убице?

– Наш ауто долази у ситуациjу у коjоj преостаjу само две опциjе, скренути и
ударити у мотоциклисту или скренути и ударити у аутомобил пун људи. Ако
ударимо у мотоциклисту, он има мале шансе да преживи, са друге стране,
ако ударимо у ауто, повредићемо више људи коjи ће имати веће шансе да
преживе, али потенциjално и убити више људи.

– Слично претходноj ситуациjи имамо да бирамо између двоjице мотоциклиста,
jедан носи кацигу, док jе други не носи. Да ли треба ударити особу са кацигом
коjа има шансу да преживи и на таj начин jе наградити за поштовање закона,
или особу без кациге коjа ће готово сигурно погинути?

– Уколико наш ауто убиjе човека, ко треба да буде одговоран? Аутор алгоритма
због немогућности алгоритма да исправно реагуjе у реалном окружењу? Им-
плементатор система због постоjања грешке у имплементациjи система? Про-
извођач због лошег или недовољно доброг очитавања података о окружењу?
Или особа у аутомобилу? Tренутно jе веома тешко извући интерпретабилна
правила закључивања из неуралних мрежа и сличних система на основу коjих
би било могуће да се утврди кривица.

1.2 Подела према нивоу аутоматизациjе

Аутомобиле можемо поделити у пет категориjа по нивоу аутоматизациjе:

1. Аутомобил без било какве врсте аутоматизациjе

2. Аутомобил са врло мало аутоматизациjе (то могу бити кочнице како би се спречио
судар)

3. Аутомобил способан да сам вози при одређеним условима (то може бити систем за
праћење линиjа и спречавање судара какав би могао да се користи на аутопуту)

4. Скоро потпуно аутоматизовани аутомобили (ови аутомобили би били способни да
у већини случаjева функционишу сами, али би присуство возача било обавезно)

5. Потпуно аутоматизовани аутомобили (аутомобили коjи би могли да се крећу без
присуства возача)

Тренутно већина доступних система имплементира трећи ниво аутоматизациjе, док мно-
ге компаниjе активно тестираjу четврти ниво.
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1.3 Тема рада

У овом раду биће разjашњене теориjске основе неуралних мрежа, као и неке коришћене
методе при њиховоj изради, а онда и специфични проблеми коjи се сусрећу приликом
израде самовозећих аутомобила и решења тих проблема уз помоћ неуралних мрежа са
анализом успешности.

Неки од проблема са коjима ћемо се бавити су:

1. Препознавање саобраћаjних знакова

2. Детекциjа саобраћаjних знакова на слици

3. Детекциjа пешака, аутомобила, улице, и зграда

4. Управљање аутомобилом у симулатору

5. Самостално учење управљања уз помоћ учења са поjачавањем

Ови проблеми представљаjу само део онога што аутономни системи треба да реше како
би били способни за самосталну вожњу. Такође, они мораjу бити способни да се извр-
шаваjу у реалном времену, интегришући велику количину података из броjних сензора
(пример са три камере унутар Теслиног аутопилот система jе дат на слици).

Слика 1.1: Пример функционисања Теслиног аутопилота
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Глава 2

Теориjски темељи

2.1 Увод у машинско учење

Машинско учење jе посебна област вештачке интелигенциjе коjа се бави проучавањем и
развоjем алгоритама способних да “уче”, односно уочаваjу законитости, и доносе прет-
поставке на основу података.

Машинско учење можемо поделити у три категориjе:

1. Супервизирано учење
Наш алгоритам учи на основу података и “лабела” коjе говоре шта ти подаци пред-
стављаjу. После тренинга, алгоритам постаjе способан да додели “лабеле” до тада
невиђеним улазним подацима. Оваj тип учења се користи наjчешће за проблеме
класификациjе (пример: препознавање обjеката на слици).

2. Несупервизирано учење
Наш алгоритам учи само на основу података и имa за циљ да пронађе интересантна
своjства тих података. Оваj тип учења се користи наjчешће за проблеме груписања
(пример: recommender системи).

3. Учење са поjачавањем
Наш алгоритам комуницира са неким системом тако што извршава одређене акци-
jе, при чему се стање тог система мења, а као резултат добиjамо награду (поене).
Алгоритам треба да научи коjе акциjе треба да извршава како би максимизовао
будуће награде (пример: играње игрица).
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Алгоритам учења, L

Функциjа лабелирања, h

Тренинг подаци, ~s

Непознати подаци, x Лабела, y

L(~s)

h(x)

Слика 2.1: Приказ модела супервизираног учења.

2.1.1 Супервизирано учење

Неуралне мреже, коjима ћемо се бавити већином овог рада, су директно способне искљу-
чиво за супервизирано учење — ради њихове примене у другим проблемима, потребно jе
формулисати те проблеме као проблеме супервизираног учења. Стога ћемо се детаљниjе
осврнути на формалну дефинициjу овог типа машинског учења.

Дефинициjа 1. Нека jе ~s = {(x1, y1), ..., (xm, ym)} вектор познатих парова улаза и из-
лаза коjи описуjу неку функциjу f : X → Y . Алгоритам учења L : (X×Y )m → (X → Y )

jе способан да на основу овог вектора (тренинг вектора), дефинише функциjу L(~s) = h,
коjа преставља апроксимациjу функциjе f , и стога се може користити за лабелирање
нових, неозначених, података.

2.2 Неурална мрежа

2.2.1 Мотивациjа

Слика 2.2: Нервна ћелиjа

Неуралне мреже су настале са циљем да, колико jе могуће, реплицираjу jедини познат
природни интелигентни систем—људски мозак. Стога, оне су настале као последица про-
учaвања нервних система, као и нервних ћелиjа, живих бића.
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Нервна ћелиjа живог бића jе посебан тип ћелиjа специjализованих за пренос надражаjа,
као и пренос и чување информациjа. Она се састоjи из:

1. Тела ћелиjе — у њему се налази jедро као и основне органеле неопходне за мета-
боличке процесе сваке ћелиjе.

2. Дендрита — специjалних структура у виду кратких и разгранатих наставака коjи
проводе надражаjе коjе примаjу из других ћелиjа до тела ћелиjе.

3. Аксона — дугачког цилиндричног наставка коjи преноси надражаj од тела ћелиjе
ка другим ћелиjама. Полази из посебног подручjа тела нервне ћелиjе коjи се назива
аксонски брежуљак, где се улазни надражаjи обjедињуjу пре преноса на другу
ћелиjу.

Свака ћелиjа има тачно jедан аксон, а може имати више дендрита. Синапса представља
споj нервних ћелиjа, односно аксона jедне и дендрита друге нервне ћелиjе. Према начину
преноса могу се издвоjити два типа: електричне синапсе, као и хемиjске синапсе.

2.2.2 Структура перцептрона

Σ σ

+1

x1

x2

x3

xn

w
0

w
1

w2

w3

w n

σ

(
w0 +

n∑
i=1

wixi

)

...

Слика 2.3: Модел перцептрона.

Перцептрон представља jединицу грађе нашег математичког модела неуралне мреже.
Функционише по принципу сличном функционисању стварне нервне ћелиjе. Имамо n
улаза на коjе добиjамо улазне податке, и i-том улазу (xi) jе придружена тежина wi.
Перцептрон рачуна скаларни производ улазних података и тежина, након чега се на
резултат примењуjе активациона функциjа, чиме се добиjа коначни излаз.

Овако дефинисан модел обавезно представља функциjу коjа пролази кроз координатни
почетак; стога jе пожељно додати и bias вредност, w0, коjи дозвољава да контролишемо
излаз мреже за нула-улаз.
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Дефинициjа 2. Нека jе ~w = (w0, w1, w2, ..., wn) вектор реалних броjева коjе пред-
стављаjу тежине, и σ функциjа активациjе. За улаз ~x = (x1, x2, ..., xn) перцептрон ће

произвести излаз σ
(
w0 +

n∑
i=1

wixi

)
. Излаз jедног перцептрона обележаваћемо са Π(~x).

Перцептрони представљаjу изузетно jедноставан модел—врло jе лако конструисати про-
блеме на коjима jедан перцептрон ниjе довољан. Ради мотивациjе, прилажемо два при-
мера:

Пример 1. Научити функциjу 5x1 − 6x2 − 3 > 0.
Наш перцептрон треба да на основу x1 и x2 предвиди излаз дате функциjе. За вектор
тежина узећемо ~w = {3, 5,−6}, а као функциjу активациjе идентитет f(x) = x. Резултат
нашег перцептрона ћемо тумачити на следећи начин: уколико jе резултат већи од нула,
то значи да jе неjеднакост 5x1−6x2−3 > 0 тачна, а уколико jе мања од нуле, неjеднакост
jе нетачна. Лако jе показати да резултат овако дефинисаног перцептрона у потпуности
одговара жељеноj функциjи.

Пример 2. Научити функциjу x31 + x32 > 5, користећи идентитет f(x) = x као актива-
циону функциjу.
За оваj пример се испоставља да ни jедна комбинациjа тежина w0, w1 и w2 неће довољ-
но добро апроксимирати задату функциjу, због инхерентне линеарности овог модела и
нелинеарности проблема.

2.2.3 Cтруктура неуралне мреже

Σ σ

+1

x1

x2

x3

xn

w
0

w
1

w2

w3

w n

σ

(
w0 +

n∑
i=1

wixi

)

...

I1

I2

I3

Улазни
слоj

Скривени
слоj

Излазни
слоj

O1

O2

Слика 2.4: Модел неуралне мреже.

Како би могли да боље да апроксимирамо сложениjе функциjе jавила се идеjа да пове-
жемо више перцептона. Неурална мрежа jе мрежа састављена од више међусобно пове-
заних перцептрона. Према начину повезивања перцептрона у мрежу можемо издвоjити
два типа:
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• Ацикличне (feedforward) мреже
Мреже у коjима не постоjе циклуси, већ излаз jедног перцептрона иде у следећи и
никад више се не враћа у таj исти.

• Рекурентне мреже
Мреже у коjима постоjи усмерени циклус. Често коришћене за проблеме са временско-
зависним подацима, као што jе нпр. препознавање гласа.

2.2.4 Feedforward мрежа

Састоjи се од више слоjева где се први слоj назива улазни, последњи излазни, а слоjеви
између скривени слоjеви. Ти слоjеви су повезани међусобно тако да: сваки слоj осим
излазног шаље податке у сваки перцептрон наредног слоjа, а излаз излазног слоjа пред-
ставља излаз неуралне мреже.

Дефинициjа 3. Улазни слоj перцептрона S jе скуп перцептрона величине улазног век-
тора. Вредност i-тог одговара i-том улазу. Он не рачуна ништа већ служи да податке
пропагира у наредни слоj.

Дефинициjа 4. Скривени слоj перцептрона S jе скуп перцептрона величине n. За улаз
~x = (x1, x2, ..., xm), где jе m броj перцептрона претходног слоjа, слоj перцептрона ће на
излаз дати вектор ~o = (Π1(~x),Π2(~x), ...,Πn(~x)). Дакле, сваки скривени перцептрон, као
улаз узима излаз сваког перцептрона претходног слоjа.

Дефинициjа 5. Излазни слоj перцептрона S jе скуп перцептрона величине n. За улаз
~x = (x1, x2, ..., xm), где jе m броj перцептрона претходног слоjа, слоj перцептрона ће на
излаз дати вектор ~o = {Π1(~x),Π2(~x), ...,Πn(~x)}. Излаз излазног слоjа представља и излаз
целокупне неуралне мреже.

Наjчешће, Feedforward неурална мрежа представља скуп слоjева : улазног слоjа, jедног
или више скривених слоjева и излазног слоjа. Слоjеви су повезани тако да се на улазни
слоj настављаjу скривени слоjеви, а након скривених слоjева излазни слоj. Излаз прет-
ходног представља улаз тренутног слоjа. Сваки слоj може имати другачиjу активациону
функциjу.

Показали смо да jедан перцептрон може потпуно апроксимирати неке функциjе, док
друге не може довољно добро. Поставља се питање какве функциjе може овако дефи-
нисан модел научити, односно апроксимирати, а одговор на њега даjе следећа теорема.

Теорема 1. Cybenkovа теорема из 1989. године каже да feedforward неурална мрежа
са само jедним скривеним слоjем може довољно добро апроксимирати било коjу реалну
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функциjу (непрекидну и ограничену), уколико се за активациону функциjу скривеног
слоjа користи сигмоидна функциjа, а излазног идентитет функциjа.

Дакле, за сваку функциjу постоjи скуп тежина коjи jе описуjе. Ипак, доказ ове теореме
ниjе конструктиван, па нам ова теорема не открива и начин за тренирање такве мреже.

2.2.5 Дубоке неуралне мреже

Дубоке неуралне мреже [1] су посебан тип неуралних мрежа коjе имаjу више скривених
слоjева. Иако због претходне теореме не постоjи разлог зашто би користили мреже са
више слоjева, испоставља се да jе дубоке неуралне мреже много лакше истренирати и
да имаjу већу моћ учења. Наиме, за разлику од обичних мрежа, дубоке неуралне мреже
су способне да из сирових података издваjаjу нека занимљива своjства на основу
коjих касниjе доносе предикциjу, односно приликом тренирања ових мрежа излази првих
слоjева представљаће нека jедноставна своjства (нпр. код обраде слика то у већини
случаjева буду ивице), након тога процесирањем кроз дубље слоjеве та своjства ће се
све више и више усложњавати, тако да ће краjни слоj донети предикциjу на основу тих
издвоjених своjства.

2.2.6 Функциjа активациjе

Неке од често коришћених активационих фукнциjа :

• функциjа идентитета σ(x) = x

• хиперболички тангенс σ(x) = tanh(x)

• логистичка функциjа σ(x) = 1
1+e−x

• ReLU (Линеарни исправљач) функциjа σ(x) =

0 за x < 0

x за x ≥ 0

За функциjу активациjе jе важно да буде диференциjабилна. Такође, често се бираjу
неке нелинеарне функциjе како би се у систем увела нелинеарност и побољшале пер-
формансе. Jедна од наjкоришћениjих функциjа данас jе ReLU због доброг капацитета
учења.

За проблеме пробабилистичке класификациjе користи се и Софтмакс (енг. Softmax)
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Слика 2.5: Активационе функциjе

функциjа, монотона jе и има особину да све излазе “сабиjа” у опсег [0, 1]. Такође, збир
свих излаза jедног слоjа jе 1. Дефинисана jе на следећи начин: σ(x)j = exj∑N

i=1 e
xi
.

2.2.7 Feedforward алгоритам

У наставку jе приказан алгоритам за рачунање излаза Feedforward мреже. Рачунање
излаза се може представити и матричним операциjама коjе се могу паралелизовати на
графичким процесорима.

Calculate(node, input)

1 input ← {1} + input

2 product ← node.w · input
3 return node.σ(product)
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FeedForward(network, ~x)

1 input ← ~x

2 for all layer ∈ network.hiddenLayers // За сваки скривени слоj
3 output ← {}
4 for all x ∈ layer // За сваки неурон у скривеном слоjу
5 output ← output + Calculate(x, input)
6 input ← output
7 output ← {}
8 for all x ∈ network.outputLayer // За сваки неурон у излазном слоjу
9 output ← output + Calculate(x, input)
10 return (output)

Знак + представља конкатенациjу.

2.2.8 Функциjа грешке

Наш циљ jе да научимо мрежу што боље можемо функциjу f на основу тренинг приме-
ра, односно да одредимо тежине коjе ће описивати функциjу f . Како бисмо одредили
меру тачности предикциjа дефинисаћемо функциjу грешке. Постоjи много начина да де-
финишемо функциjу грешке и њено дефинисање директно утиче на перформансе нашег
алгоритма. Jедан од начина jе:

Дефинициjа 6. Функциjа квадратног одступања E над тренинг примерима

~s = {(x1, y1), ..., (xm, ym)} jе jеднака
m∑
i=1

1
2
(h(xi)− yi)2.

2.2.9 Метод опадаjућег градиjента

Наш циљ jе да минимизуjемо функциjу грешке, коригуjући функциjу h oдносно код
неуралних мрежа коригуjући тежине перцептрона. За таj проблем, користићемо метод
опадаjућег градиjента.

~x← ~x− λ∇F (~x)

где jе ∇ =
(

∂
∂x1
, ∂
∂x1
, ..., ∂

∂xn

)
и λ коефициjент учења.

Оваj метод се заснива на чињеници да функциjа у околини неке тачке наjбрже опа-
да у негативном смеру извода те функциjе у тоj тачки. Улога коефициjента учења jе
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да одредимо за колико ћемо се померити у свакоj итерациjи. Њега морамо пажљиво
бирати jер уколико jе премали требаће нам много итерациjа да досегнемо минимум, а
уколико jе превелики осцилираћемо око тог минимума без достизања истог. Постоjе оп-
тимизациони алгоритми коjи се баве одабиром вредности коефициjената (видети више
у оптимизациjама).

Jедан од недостатака овог метода jе што ћемо за неке одређене почетне вредности оста-
ти заглављени у субоптималном локалном минимуму.

Дефинициjа 7. За учење jедног перцептрона

E(~s) =
m∑
k=1

1
2
(h(xk)− yk)2 =

m∑
k=1

1
2
(σ

(
w0 +

n∑
i=1

wixk,i

)
− yk)2

w0 = w0 −
m∑
k=1

(σ

(
w0 +

n∑
i=1

wixk,i

)
− yk)σ′

(
w0 +

n∑
i=1

wixk,i

)
wa = wa −

m∑
k=1

(σ

(
w0 +

n∑
i=1

wixk,i

)
− yk)σ′

(
w0 +

n∑
i=1

wixk,i

)
xk,a где jе a 6= 0

Важно jе да се ажурирања вредности при jедноj итерациjи изврше симултано. У на-
редноj секциjи извешћемо промену тежина за целу неуралну мрежу.

2.2.10 Пропагациjа уназад

Пропагациjа уназад [2] представља алгоритам за одређивање градиjената сваког унутра-
шњег перцептрона у мрежи. У наредном извођењу, ради jедноставности и прегледности
функциjу грешке E сматрамо за грешку на jедном тренинг примеру, док се за тренирање
на више тренинг примера ради само о суми изведених вредности. Такође, поjедноста-
вићемо bias вредност тако што ћемо сматрати да су улазни вектори облика 1, x1, x2, ..., xn

где први члан вектора одговара bias тежини. За активациону фунцкиjу сматраћемо да
користимо логистичку, jедначине се на исти начин изводе коришћењем било коjе дру-
ге активационе функциjе. Потребно jе да израчунамо ∂E

∂wij
где jе Е фунцкиjа грешке, а

wij jе тежина измећу i-тог и j-тог неурона, односно тежина коjом множимо излаз i-тог
неурона за рачунање j-тог. На основу правила извода композициjе добиjамо:

∂E

∂wij
=

∂E

∂outj

∂outj
∂netj

∂netj
∂wij

где jе outi излаз i-тог чвора, neti скаларни производ унутар i-тог чвора односно излаз
без примењене активационе функциjе.
Како jе netj =

∑
k

wkjok онда jе ∂netj
∂wij

= oi где jе oi излаз i-тог неурона.
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Како jе outj = σ(netj) онда jе ∂outj
∂netj

= σ(netj)(1 − σ(netj)) = oj(1 − oj) на основу извода
логистичке функциjе.
За ∂E

∂outj
разликоваћемо два случаjа:

1. Чвор се налази у излазном слоjу, тада jе outj = yj па jе ∂E
∂outj

= yj − tj где jе tj
излаз j-тог чвора y тренинг примеру.

2. Чвор се не налази у излазном слоjу, тада нам парциjални извод зависи и од сваког
чвора коjи директно добиjа на улаз излаз j-тог чвора. Коришћењем правила извода
композициjе добиjамо да jе ∂E

∂outj
=
∑
l

∂E
∂netl

∂netl
∂outj

=
∑
l

∂E
∂ol

∂ol
∂netl

wjl где jе l индекс чвора

коjи директно зависи од излаза j-тог чвора.

Свеукупно, написаћемо уз помоћ параметра δ коjи ћемо дефинисати на следећи начин:

δj = ∂E
∂outj

∂outj
∂netj

=

(oj − tj)oj(1− oj), ако jе чвор j у излазном слоjу

(
∑
l

δlwjl)oj(1− oj), ако jе чвор j у скривеном слоjу

Онда за тежину wij добиjамо њен градиjент: ∂E
∂wij

= δjoi.

2.2.11 Алгоритам тренирања

Training(network, trainingSet)

1 while not converged
2 dw ← 0
3 for all (input, output) ∈ trainingSet // За сваки тренинг пример
4 FeedForward(network,input)
5 for all xj∈ network.outputLayer // За неуроне у излазном слоjу
6 δj ← (oj - outputj)oj(1 - oj)
7 for all layer ∈ reversed(network.hiddenLayers) // За сваки скривени слоj
8 for all xj∈ layer // За неуроне у скривеном слоjу
9 δj ← (

∑
δlwjl)oj(1 - oj)

10 dwij ← dwij - λ δj oi
11 w ← w + dw
12 return (network)

2.3 Рекурентне мреже

Рекурентне мреже представљаjу посебан тип неуралних мрежа коjе садрже усмерени
циклус. Ове мреже су корисне за рад са временски зависним подацима односно подаци-
ма кроз време. Предност овог типа мреже jе што нам омогућава да имамо зависности
неодрећене дужине.
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2.3.1 LSTM

LSTM (Long Short-Term Memory) [4] представља основну jединицу рекурентних мрежа
дизаjнирану тако да нема проблем са нестаjућим градиjентом. Унутар jединице, налази
се ћелиjа коjа може да чува стање из претходних пролаза. Постоjе три капиjе: капиjа
улаза, капиjа излаза и капиjа заборава. Оне на основу улаза одређуjу у коjоj мери ће
подаци ући и изаћи из jединице, као и у коликоj мери ће се претходно израчуната
своjства занемарити.

~it = logistic
(
Wi~xt + Ui~yt−1 +~bi

)
~ft = logistic

(
Wf~xt + Uf~yt−1 +~bf

)
~ot = logistic

(
Wo~xt + Uo~yt−1 +~bo

)
~ftt = tanh

(
Wft~xt + Uft~yt−1 +~bft

)
~ct = ~ftt ⊗~it + ~ct−1 ⊗ ~ft

~yt = tanh (~ct)⊗ ~ot

Симбол ⊗ представља оператор коjи за вектор (a1, a2, ..., an) и вектор (b1, b2, ..., bn) даjе
резулатат (a1b1, a2b2, ..., anbn).

new fts.

input gate
forget gate

output gate

~xt

~yt−1 × + σ × ~yt

×

M

~ct−1

~ct

LSTM

Слика 2.6: LTSM

2.3.2 GRU

GTU (Gated Recurrent Unit) представља поjедностављен модел LTSM коjи постиже
сличне резултате као и LTSM, али са мањим броjем параметара што значаjно убрза-
ва учење.
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update gate

reset gate~xt

~ht−1

×

× tanh

1−

×

+ ~ht

GRU

Слика 2.7: GRU

~zt = logistic
(
Wz~xt + Uz

~ht−1 +~bz

)
~rt = logistic

(
Wr~xt + Ur

~ht−1 +~br

)
~ht = ~zt ⊗ ~ht−1 + (1− ~zt)⊗ tanh

(
Wh~xt + Uh(rt ⊗ ht−1) +~bh

)

2.4 Конволуциjске неуралне мреже

2.4.1 Мотивациjа

Замислите да радимо класификациjу на сликама у боjи величине 1024 х 1024, за ту
величину слике потребно нам jе 1024 х 1024 х 3 (ширина х дужина х броj канала за
описивање боjе) улазна чвора, што значи да би сваки чвор из скривеног слоjа морао
да чува толико тежина. Наша неурална мрежа би била превелика, учење би траjало
веома дуго, а и заузимало би велику количину ресурса. Прва идеjа за решавање овог
проблема jе да смањимо слику пре него што jе пустимо кроз неуралну мрежу. Међутим,
на оваj начин не би искористити сав потенциjал слике односно изгубили бисмо велику
количину информациjа коjе би могле да нам буду од користи. Решење за оваj проблем
представљаjу конволуциjске неуралне мреже. Конволуциjске мреже функционишу по
претпоставци да су подаци локално повезани, односно што jе jедна информациjа бли-
жа другоj то jе повезаниjа. Kод слика важи та локална повезаност односно пиксели у
близини одређуjу неку ивицу, док пиксели на два различита краjа слике немаjу толику
повезаност.
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2.4.2 Конволуциjа

0 1 1 1 0 0 0
0 0 1 1 1 0 0
0 0 0 1 1 1 0
0 0 0 1 1 0 0
0 0 1 1 0 0 0
0 1 1 0 0 0 0
1 1 0 0 0 0 0

I

∗
1 0 1
0 1 0
1 0 1

K

=

1 4 3 4 1
1 2 4 3 3
1 2 3 4 1
1 3 3 1 1
3 3 1 1 0

I ∗K

1 0 1
0 1 0
1 0 1

×1 ×0 ×1

×0 ×1 ×0

×1 ×0 ×1

Слика 2.8: Конволуциjа.

Конволуциjа jе математички оператор коjи на основу две матрице, где jе прва наша
слика, а друга тзв. кернел, формира трећу матрицу.

Дефинициjа 8. Нека jе I дводимензиона матрица коjа представља улазну матрицу и
кернел К дводимензиона матрица величине h×w. Конволуциjа ∗ представља оператор

тако да jе I ∗K jеднако матрици (I ∗K)xy =
h∑
i=1

w∑
j=1

Kij × Ix+i−1,y+j−1
Овако дефинисана конволуциjа представља исти тип операциjа као и сам модел неурона
(сабирање променљивих и множење скаларима), па ће исти алгоритми бити примењиви
и за учење кернела.

2.4.3 MaxPool

12 20 30 0

8 12 2 0

34 70 37 4

112 100 25 12

20 30

112 37

2× 2 Max-Pool

Слика 2.9: MaxPool операциjа

MaxPool jе операциjа коjа смањуjе нашу слику.

Дефинициjа 9. Нека jе I дводимензиона матрица величине x×y коjа представља улаз-
ну матрицу. Применом MaxPool оператора величине a× b добиjамо нову матрицу такву
да jе Ax,y = maxax≤p<a(x+1),by≤q<b(y+1) Ip,q
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Разлог за максимизациjу, уместо нпр. узимања средње вредности активациjа, jе зато
што ће конволуциjа кернелима из претходног слоjа произвести излаз чиjа величина
представља jачину препознатог шаблона—стога jе наjбоље сачувати наjjаче препознат
шаблон у том региону.

2.4.4 Архитектура конволуциjске мреже

Conv. Pool Conv. Pool

FC

FC

Softmax

Слика 2.10: Архитектура конволуциjске мреже

Када смо дефинисали конволуциjу и MaxPool операциjу, можемо описати архитектуру
ових мрежа. На улаз ће бити примењена сериjа ових конволуциjа и MaxPool операциjа
коjе ће издвоjити нека занимљива своjства са слике, а онда смањити ту слику при чему
ће се та издвоjена своjства сачувати. Након тога, та смањена слика улази у потпуно
повезану неуралну мрежу коjа ће процесирати податке исто као и модели из претходне
секциjе. Код класификациjе слика, испоставља се да скоро увек прве конволуциjе буду
неки детектори ивица (енг. edge detector) што и ниjе чудно с обзиром да ивице садрже
наjвише информациjа о обjекту.

2.5 Учење са поjачавањем

2.5.1 Увод

Учење са поjачавањем (енг. reinforcement learning) представља посебан тип машинског
учења где наш алгоритам има могућност да извршава одређене акциjе над системом
након коjих добиjа награду. Циљ алгоритма jе извршавати праве акциjе како би се
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максимизовала награда. Оно за разлику од супервизираног учења не захтева никакве
лабеле или било какве информациjе о систему, већ се своjства система мораjу откривати
методом пробе и грешке. Захваљуjући овоj особини jедан исти алгоритам jе способан да
научи, и да се исправно понаша у тотално различитим системима.

2.5.2 Формална дефинициjа

Формално ћемо дефинисати основне поjмове овог типа учења.

Дефинициjа 10. Нека jе S скуп свих могућих стања система, и нека jе A скуп свих
могућих акциjа. Дефинисаћемо функциjу промене стања S : S × A → S и функциjу
награде R : S × A→ R

Дефинициjа 11. Функциjу p : S → A ћемо звати функциjом полисе, тj. функциjа коjа
нам враћа акциjу коjу агент треба да изврши када jе систем у датом стању.

Задатак нашег алгоритма jе да нађе функциjу полисе коjа ће му доносити наjвећу на-
граду. Међутим, желимо да та награда дође што пре, па ћемо дефинисати и следећу
функциjу. Такође, за случаj да сума награда дивергира, ова функциjа ће нам омогућити
да разликуjемо и такве полисе.

Дефинициjа 12. Нека jе γ ∈ [0, 1). Функциjа V p(s) =
+∞∑
k=1

γk−1rk где jе rk награда до-

биjена после k корака од стања s примењиваjући полису p.

Наш циљ jе наћи оптималну полису popt где jе popt(s) = argmaxp V
p(s) за свако s.

Дефинициjа 13. Нека jе Q(s, a) = R(s, a) + γVopt(S(s, a)). Ова функциjа нам даjе ку-
мулативну награду уколико у стању s применимо акциjу a, а након тога се понашамо
оптимално.

Уколико знамо функциjу Q, знамо и полису popt(s) = argmaxa{Q(s, a)}.
Такође, знамо да важи Vopt(s) = maxα{Q(s, α)}
Онда jе Q(s, a) = R(s, a) + γmaxα{Q(S(s, a), α)}.

Теорема 2. Ако jе Q′ процена Q, онда ће R(s, a)+γmaxα{Q′(S(s, a), α)} бити боља или
иста процена Q(s, a) од Q′(s, a).

Претходна теорема нам каже да уколико ми имамо неку процену вредности функциjе Q,
заменом вредности процене са датим изразом добићемо сигурно бољу или исту процену
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Q што значи да уколико довољан броj пута то исто будемо урадили конвергираћемо
ка стварноj вредност функциjе Q. На основу овог своjства базираћемо наш алгоритам
учења.

2.5.3 Aлгоритам учења

Сада можемо описати алгоритам учења:

1. Налазимо се у стању s, изабраћемо акциjу a.

2. Извршити jе и добити награду R(s, a).

3. Тренутно смо у стању S(s, a).

4. Ажурираћемо Q′(s, a)← R(s, a) + γmaxα{Q′(S(s, a), α)}

5. Идемо на корак 1.

Међутим, ово би значило да би за свако могуће стање и сваку могућу акциjу чували
вредност функциjе Q како би наш алгоритам могао да се понаша оптимално. Нажалост,
ово често ниjе могуће зато што jе простор могућих стања превелик да би се чувала
вредност сваког могућег. Уместо тога, ми ћемо уз помоћ неуралне мреже научити да
апроксимирамо функциjу Q.

2.5.4 Одабир акциjе приликом учења

Акциjе приликом учења можемо бирати на два начина:

• Истраживање (енг. explore) представља бирање следеће акциjе на случаjан на-
чин, предност овог приступа jе што нам даjе могућност да истражимо нешто “ново”,
односно, даjе нам могућност да видимо да ли ће нам нека акциjа дати награду или
неће.

• Искоришћавање (енг. exploit) представља бирање следеће акциjе на основу већ
стеченог знања, односно изабраћемо акциjу коjа неуралноj мрежи делуjе да jе
наjбоља за ту ситуациjу.

Како бисмо успешно тренирали не можемо се определити за само jедан начин него
морамо користити и jедан и други, истраживање нам омогућуjе да сазнамо нешто ново
о систему и акциjама, док нам искоришћавање служи да би нас водило ка оптималноj
стратегиjи односно стању коjе ће истраживање побољшавати. Комбиновање ова два
начина радимо тако што доделимо вероватноћу да радимо jедан и други начин и на
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основу тога на случаjан начин бирамо. Ту вероватноћу можемо мењати како траjе учење
односно на почетку када немамо никакво знање о систему разумно jе да све акциjе
бирамо на истраживачки начин, ипак како временом стичемо неко знање логичниjе jе
да почнемо то знање да користимо и да се мање ослањамо на истраживање.

2.5.5 Учење мреже и мемориjа искуства

Преостаjе нам да научимо неуралну мрежу да апроксимира функциjу Q. Потребни су
нам тренинг примери и лабеле (процењене вредности функциjе Q) како бисмо могли да
учимо неуралну мрежу. Процењене вредности функциjе Q имамо на основу претходног
алгоритма. Сада нам jош треба начин да бирамо тренинг примере. Испоставља се да
неурална мрежа наjбоље учи на тренинг примерима међу коjима не постоjи велика коре-
лациjа. Према томе, ако будемо учили на основу последњих N стања, наша мрежа неће
постизати добре резултате. Због тога ћемо увести мемориjу искуства, то jе привремена
мемориjа коjа ће чувати одређени броj претходних стања. Из тог скупа ћемо сваки пут
насумичано бирати узорак и тренирати на њему. На таj начин ћемо обезбедити већу
независност тренинг примера, па самим тим и квалитентниjе учење.

2.5.6 Алгоритам DQN

У наставку описаћемо алгоритам [3].

ExperienceReplay.init()

1 list ← {}

ExperienceReplay.remember(state,action,reward,newState)

1 list ← list + (state,action,reward,newState)
2 if size(list) > maxSize
3 list.pop()
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ExperienceReplay.getBatch()

1 subset ← list.getRandomSubset()
2 inputs ← {}
3 targets ← {}
4 for x ∈ subset
5 target ← network.predict(x.state)
6 Qnew ← network.predict(x.next_state)
7 if x.gameover
8 target ← reward
9 else
10 target ← reward + discountRate · Qnew
11 inputs ← inputs + x.state
12 targets ← targets + target
13 return (inputs, targets)

Q-Learn()

1 ExperienceReplay.init()
2 while not converged
3 while not gameover
4 if random() < exploreRate
5 action ← choose_random_action()
6 else action ← argmax(network.predict(state))
7 newState, reward, gameover ← enviroment.perform(action)
8 ExperienceReplay.remember(state, action, reward, newState)
9 network.trainOnBatch(ExperienceReplay.getBatch())
10 state ← newState
11 exploreRate ← exploreRate − step
12 return (network)

2.5.7 A3C алгоритам

A3C [5] (енг. Asynchronous Advantage Actor-Critic) алгоритам представља унапређену
верзиjу алгоритма за учење са поjачањем коjи постиже значаjно боље перформансе за
разлику од претходног. Порекло имена обjаснићемо након што обjаснимо алгоритам.

Дефинициjа 14. Функциjа вредности полисе jе jеданка V (s) = Eπ(s)(r + γV (s′)) где
E представља математичо очекивање. Она нам у суштини каже просечну кумулативну
награду за стање s.
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Дефинициjа 15. Нека jе Q(s, a) = R(s, a) + γV (S(s′)). Ова функциjа нам даjе кумула-
тивну oчекивану награду уколико у стању s применимо акциjу a и након тога наставимо
да играмо.

Дефинициjа 16. Сада ћемо дефинисати функциjу предности A као A(s, a) = Q(s, a)−
V (s).

Функциjа A нам показуjе колику предност добиjамо ако применимо акциjу a у стању s.
Ако jе позитивно то ће значи да jе акциjа пожељна односно да jе боља од просека, ако
jе негативна, лошиjа jе и пожељно jе избећи овакву акциjу.

У претходном алгоритму циљ наше мреже jе био да апроксимира што боље функци-
jу Q на основу коjе смо бирали акциjе коjе ћемо извршити. Сада, желимо да нам наша
мрежа, уместо функциjе Q, врати дистрибуциjу вероватноћа за сваку акциjу. Акциjе
можемо бирати тако што ћемо узети акциjу са наjвећом вероватноћом, или тако што
ћемо према тоj дистрибуциjи изабрати случаjну акциjу.

Дефинициjа 17. Функциjа полисе π(s) jе функциjа коjа нам враћа дистрибуциjу ве-
роватноћа за стање s.

Сада, желимо неку величину коjа нам каже колико jе добра наша полиса. Дефини-
саћемо следећу функциjу:

Дефинициjа 18. Нека jе функциjа J(π) = Es0(V (s0)) где s0 представља свако могуће
почетно стање. Она нам за полисз π каже очекивану кумулативну награду за свако
почетно стање, што jе функциjе већа то jе наша полиса боља.
Циљ нам jе максимизовати ову функциjу, па нам jе потребан извод.

∇J(π) = Espπ ,aπ(s)(A(s, a)∇logπ(a|s))

Формулу нећемо детаљно изводити, ∇ log π(a|s) нам говори у ком смеру вероватноћа
расте, док jе A(s, a) скаларна величина коjа нам говори колико jе та акциjа добра.
Пошто очекивање не можемо тачно израчунати, користићемо његову апроксимациjу од-
носно средњу вредност на случаjном узорку. Остаjе нам jош да израчунамо A(s, a), а
за то можемо користити да jе A(s, a) = R(s, a) + V (s′) − V (s), функциjу V (s) можемо
такође апроксимирати помоћу неуралне мреже, а пошто треба да апроксимирамо и π(s)

и V (s) можемо користити исту неуралну мрежу, што ће довести до бржег и стабилниjег
тренирања. За Q-learning алгоритам користили смо мемориjу искуства како би смо омо-
гућили независност тренинг примера, међутим сада ћемо користити више агената коjи
у исто време интерагуjу са своjим окружењем и на таj начин обезбедити независност.
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Сада када знамо како A3C функционише обjасићемо порекло имена:

• Asynchronous (Асихрони) - означава могућност тренирања на више окружења
одjедном чиме се постиже независност тренинг примера.

• Advantage (Предност) - означава функциjу предности на основу коjе се базира
учење овог алгоритма

• Actor-Critic (Извођач-Критичар) означава два излаза неуралне мреже односно
функциjу дистрибуциjе π(s) и награде V (s), прва функциjа представља извођача
коjи извршава акциjе, док друга функциjа представља критичара коjи оцењуjе
колико су те акциjе добре.

2.5.8 Детаљи имплементациjе A3C алгоритма

Функциjy грешке ћемо дефинисати: L = Lπ + cvLv + cregLreg

Lπ jе грешка полисе.
Lv jе грешка функциjе вредности.
Lreg предсавља функциjу ентропиjе над расподелом.
creg и cv представљаjу параметре коjи одређуjу важност сваког члана.

Грешка полисе

J(π) = E[A(s, a) log π(a|s)]
Lπ = − 1

n

∑n
i=1A(si, ai) log π(ai|si)

Грешка функциjе вредности

За функциjу V (s0) = r0 + γV (s1) можемо увести оптимизациjу тако да уместо гледања
само jедног потеза унапред, гледамо више корака унапред V (s0) = r0+γr1+ ...+γnV (sn)

Грешку e = r0 + γr1 + ...+ γnV (sn)− V (s0)

LV = 1
n

∑n
i=1 e

2
i

Регулациони члан

Представља функциjу ентропиjе над дистрибуциjи H(π(s)) = −∑n
k=1 π(s)klogπ(s)k

Lreg = − 1
n

∑n
i=1H(π(si))

Улога регулационог члана jе да дозволи мрежи да истраживање.
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2.6 Чести проблеми

У овоj секциjи биће обрађене неке грешке коjе могу утицати на перформансе нашег
алгоритма, и о коjима треба водити рачуна приликом проjектовања оваквих система.

2.6.1 Грешке у тренинг подацима

Неуралне мреже често захтеваjу огроман броj тренинг примера, код супервизираног
учења често се jавља потреба да људи означе (анотираjу) велики скуп података. У тако
великом скупу података, можемо очекивати да ће постоjати неке грешке настале при-
ликом означавања. Овакви пропусти могу утицати на квалитет учења као и на тачност
алгоритма.

2.6.2 Недовољан или нерепрезентативан тренинг скуп

Други тип грешке предстаљаjу мали или недовољно репрезентативни тренинг скупови.
Односно да би наш алгоритам добро научио потребно jе изложити систему што више
тренинг података, исто тако, ти подаци би требало да буду вариjабилни тj. да покриваjу
што већи опсег могућих улаза за систем. Нпр. уколико радимо са сликама, пожељно
jе имати слике различитог осветљења, контраста, фокуса; ако радимо неку врсту кла-
сификациjе аутора књиге по исечку, пожељно jе имати исечке из различитих књига
jедног истог аутора, а не само из jедне. Неки од ових недостатака могу се решити мо-
дифакциjом тренинг скупа коjа jе покривена у наредноj секциjи (оптимизациjе), док се
други могу отклонити пажљивим одабиром тренинг података, као и начинима за њи-
хово прикупљање. Jасно jе да креирање доброг скупа података представља науку за
себе, и да jе веома важан сегмент креирања успешног система. Пажљиво прикупљање
података или руковање подацима спада више у домен data science-a (науке о подацима)
него машинског учења, због тога ова област неће бити детаљниjе обрађена у овом раду.

2.6.3 Overfitting

Overfitting представља jедан од наjчешћих проблема коjи се jављаjу у машинском учењу.
Циљ тренирања у машинском учењу jе да уочи неке “унутрашње везе” коjе се криjу међу
подацима, и да буде способан да те везе генерализуjе на до тада невиђене примере. Међу-
тим, дешава се да наш алгоритам престане да учи те везе на подацима, него крене да учи
шум коjи се налази међу подацима, односно учи саме тренинг примере. Иако се смањуjе
вредност функциjе грешке на тренинг скупу, губи се способност генерализациjе, па се
перформансе над невиђеним скупом података смањуjу. Развиjени су броjни алгоритми
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Слика 2.11: Приказ overfittinga

и методе коjе имаjу за циљ да спрече overfitting. Jедна од таквих оптимизациjа jе и
стохастични опадаjући градиjент коjи jе детаљниjе описан у наредноj секциjи.

2.6.4 Underfitting

Underfitting представља поjаву супротну overfitting-у. Тада наш алгоритам не успева
да научи много из тренинг скупа. Пример 2 из секциjе о Перцептрону представља
underfitting, jер ми покушавамо да научимо нелинеарну фунциjу уз помоћ линеарног
модела.

2.6.5 Нестаjући градиjент

Проблем нестаjућег градиjента представља поjаву да се вредност градиjентног ажури-
рања смањуjе експоненциjално на сваком претходном слоjу. Последица тога jе да ће
код дубљих мрежа вредност тог ажурирања бити веома мала на првим слоjевима што
отежава и успорава тренирање. Jедно од решења за проблем нестаjућег градиjента пред-
стављаjу и нестандардне мреже описане у наредним секциjама, као што су ResNets и
DenseNets.
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Слика 2.12: Приказ overfittinga и underfittinga на синусноj функциjи

2.6.6 Eксплодираjући градиjент

Експлодираjући градиjент jе поjава супротна нестаjућем градиjенту, односно вредност
градиjентног ажурирања постаjе огромна што не доприноси много учењу. Jедан од на-
чина за решење овог проблема jе одсецањем градиjента.

2.7 Оптимизациjе

У овоj секциjи биће приказане неке од наjчешћих метода коjе се користе ради постизања
бољих резултата током тренинга; превасходно избегавањем ефекaта overfitting-a, коjи jе
и наjчешћи проблем при тренирању неуралних мрежа.
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2.7.1 Стохастични опадаjући градиjент

Стохастични опадаjући градиjент или инкрементални опадаjући градиjент представља
оптимизациону технику где се ажурирање тежина врши на сваком примеру одвоjено
уместо као сума ажурирања над целим тренинг скупом.
Ипак, наjкоришћениjи приступ jе комбинациjа ова два принципа, односно, тренираће-
мо на малим насумично одабраним узорцима тренинг примера, и над њима вршити
ажурирања. Предност овог начина у односу на класични jе што се постиже cтабилниjа
конвергенциjа ка минимуму. Предност се, такође, огледа у томе што се користи мање ре-
сурса по ажурирању што jе погодно за системе са великом количином тренинг примера.
Такође, предност ове мале групе jе и у томе што се отвара могуђност за паралелизациjу
тренинга.

2.7.2 Модификациjа тренинг података

Слика 2.13: Приказ модификованих верзиjа исте слике

Како би учење било успешниjе, тренинг подаци треба да имаjу широк спектар вариjаци-
jа. То можемо постићи и модификовањем тренутног скупа на неке од следеђих начина:

• Можемо вештачки додавати шум на наше податке (било да су то слике, аудио
фаjлови, текстуални подаци).

• Слике можемо ротирати, транслирати или рефлектовати.

• На слике можемо примењивати филтере, повећавати и смањивати осветљеност.

2.7.3 Dropout

Dropout [6] представља оптимизациону технику коjа служи да спречи поjаву overfitting-
а. Наиме, често се дешава да неки перцептрони постану активниjи од других, тj. они
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Слика 2.14: Функционисање Dropout методе.

много више утичу на резултат од осталих. Проблем коjи се jавља jе да уколико таj актив-
ниjи перцептрон ниjе добро научио функциjу коjу апроксимира, и греши, грешиће и цела
мрежа. Dropout решава оваj проблем тако што перцептронима додељуjе вероватноћу да
буду мртви (неактивни) током jедне епохе. На таj начин, мрежа ће се навикнути на по-
стоjање неисравних неурона, па ће се ослањати на “заjедничке одлуке” већине неурона,
радиjе него на мали скуп “jаких” неурона. Dropout jе активан само током тренинга.

2.7.4 Нормализациjа узорка

Слика 2.15: Помераj унутрашње ковариjансе

Нормализациjа узорка [7] (енг. Batch Normalization) представља оптимизациону техинку
за смањење помераjа унутрашње ковариjенсе. Наиме, дубоке неуралне мреже су склоне
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томе да мала промена параметара у почетним слоjевима, драстично утиче на дубље
слоjеве. Због тога сваки слоj треба да се навикне на различите дистрибуциjе улазних
података. То резултира у потреби да се почетни параметри пажљиво одаберу као и
да се користе мале брзине учења. Нормализациjа узорка решава таj проблем тако што
узорак поставља тако да му jе очекивање jеднако 0, а стандардна девиjациjа jеднака 1,
али и даjући могућност да мрежа врати узорак на одређено очекивање и стандардну
девиjациjу ако jе тако боље. Као резултат, наша мрежа jе способна да много брже учи.

µβ ←
1

m

m∑
i=1

xi

σ2
β ←

1

m

m∑
i=1

(xi − µβ)2

x̂i =
xi − µβ√
σ2
β + ε

yi =γx̂i + β

где су γ и β параметри коjи се тренираjу.

2.7.5 Хиперпараметри

Хиперпараметри представљаjу параметре коjи контролишу понашање и учење наше
мреже. То могу бити броj узорака у jедноj итерациjи тренинга, брзина учења, али и
броj слоjева, броj неурона у сваком слоjу, одабир активационе функциjе и функциjе
губитка. Вредности ових параметара мораjу бити познати и фиксирани пре почетка
учења. Они у многоме одређуjу перформансе наше мреже, стога jе веома важно, понекад
и пресудно, подесити хиперпараметре на одговараjуће вредности. Због тога, постоjе и
многа истраживања коjа се баве методама за тражење тих оптималних вредности.
Jедан од начина да одаберемо хиперпараметаре jе да одвоjимо jедан део тренинг скупа
над коjим ћемо тестирати дискретан скуп комбинациjа хиперпараметара, а након тога
изабрати оне коjи даjу наjбоље резултате на том делу тренинг скупа.

2.7.6 Регуларизациjа

Регуларизациjа представља оптимизациону технику коjом мрежу приморавамо да ко-
ристи мање тежине. Разлог за то jе што мање тежине омогућаваjу бољу контролу и ста-
билност учења, али и штите од overfittinga. То се постиже додавањем члана на функциjу
грешку коjи расте са растом тежина. Размотрићемо две често коришћене регулариза-
циjе:
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L1 регуларизациjа
∑n

i=1 |wi|
L2 регуларизациjа

∑n
i=1(wi)

2

Такође, уводи се и хиперпараметар λ коjи представља снагу регуларизациjе, односно у
коjоj мери се тежи ка мањим тежинама.

2.8 Неке функциjе грешке

2.8.1 Унакрсна ентропиjа

Функциjа грешке унакрсне ентропиjе jе функциjа грешке коjа се користи за пробабили-
стичку класификациjу и дефинисана jе на следећи начин:

E(y, y′) =
∑
i

y′i log yi

где jе y предвићен излаз, а y′ прави излаз.

2.9 Неки алгоритми оптимизациjе

2.9.1 Импулс

Jедан од проблема стохастичног опадаjућег градиjента jе то што се дешава да не иде
директно ка минимуму, већ иде цик-цак путањом услед различитог тренинг подскупа.
Jедан од начина да таj ефекат умањимо jесте увођење импулса коjи у некоj мери чувати
претходне помераjе.

~v ← γ~v − λ∇F (~x)

~x← ~x+ ~v

где jе γ хиперпараметар коjи нам говори у коjоj мери чувамо претходно ажурирање.

2.9.2 RMSProp и Adam

Следећи корак у унапређену метода учења jе и промена брзине учења у току самог учења
тj. њено прилагођавање тренутноj ситациjи. Као што смо видели када смо дефинисали
метод опадаjућег градиjента, уколико jе брзина учења велика, брзо ћемо се кретати ка
минимуму а онда ћемо почети да осцилуjемо око њега, са друге стране ако jе брзина
мала, доћи ћемо до минимума али за то ће нам требати много времена. Логичан споj ова
два дела jе да у почетку имамо велику брзину и да се крећемо ка минимуму брзо, а након
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тога да смањимо брзину како не би осцилирали већ достигли минимум. Ово постижемо
коришћењем алгоритама као што су RMSProp и Adam, коjи су описани испод.

RMSProp(λ, γ)

1 m← 0

2 g ← 0

3 while not converged
4 ~m← γ ~m+ (1− γ)∇F (~x)

5 ~g ← γ~g + (1− γ)∇F (~x)2

6 ~v ← γ~v − λ∇F (~x)√
g−m2+ε

7 ~x← ~x+ ~v

Adam(α, β1, β2) [8]

1 t← 0

2 m← 0

3 v ← 0

4 while not converged
5 t← t+ 1

6 g ← ∇F (~x)

7 m← β1m+ (1− β1)g
8 v ← β2v + (1− β2)g2
9 m̂← m

1−βt1
10 v̂ ← v

1−βt2
11 ~x← ~x− αm̂/(

√
v̂ + ε)

Параметар ε представља веома мали броj коjи служи за постизање нумеричке стабил-
ности, односно спречавање дељења са нулом.

2.10 Неки модели мрежа

У овом делу биће приказани неки нестандардни модели неуралних мрежа, коjи често
постижу боље резултате неко стандардни модел и представљаjу активан правац научног
истраживања.

2.10.1 Ансамбл мрежа

Ансамбл мрежа представља низ различитих мрежа коjе су независно jедна од друге
трениране и независно доносе своjу предикциjу, а након тога ми одлучуjемо финал-
ну предикциjу ансамбла. Мотивациjа за овакву врсту архитектуре jе претпоставка да
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ће различите мреже правити различите грешке, а да ћемо слушаjући предикциjе више
мрежа направити праву предикциjу. Доношење финалне предикциjе можемо урадити
на два начина: методом гласања — предикциjа за коjу се наjвећи броj мрежа сложи
jе финална, методом просечне вероватноће — предикциjа коjа имаjу наjвећу просечну
вероватноћу jе финална предикциjа. Да би осигурали да различите мреже праве раз-
личите резултате можемо извршити додатну обраду улазних података за сваку мрежу
другачиjе, или можемо из тренинг скупа извлачити са понављањем тренинг примере и
извучене користи као тренинг скуп.

2.10.2 Inception

Слика 2.16: Приказ Inception модела

Inception [9] модел представља тип коjи се jош назива мрежа у мрежи, односно архи-
тектура где jе више мрежа повезано паралелно.

2.10.3 ResNets

Слика 2.17: Приказ ResNet

Residual Networks [10] представљаjу нови тип архитектуре коjи значаjно решава про-
блем нестаjућег градиjента и тиме омогућава ширење у дубину мрежа до 100-1000 слоjе-
ва. До сада излаз неког слоjа jе био F (x) где jе F функциjа тог слоjа, међутим резидуалне
мреже за сваки слоj уводе пречицу коjа га заобилази па jе излаз F (x) + x. На таj начин
не само да решавамо проблем нестаjућег градиjента, већ и омогућавамо самоj мрежи да
“одлучи” колико жели да иде у дубину.
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2.10.4 DenseNets

Слика 2.18: Приказ DenseNet

Dense Networks [11] представљаjу надоградњу претходног типа где уместо додавања
пречице за само jедан слоj, додаjемо пречице од сваког до сваког слоjа.

2.10.5 Енкодер/Декодер мрежа

Мотивациjа за ову мрежу потиче из компресиjе података са губитком, где желимо да
компресуjемо што више, а да при томе можемо да реконструишемо довољно добро по-
четне податке. Како смо видели да дубоке неуралне мреже имаjу способност да уочаваjу
нека занимљива своjства између података, користићемо њих да одлуче коjе информаци-
jе о подацима ће сачувати. Направићемо мрежу коjоj jе улаз и излаз димензионо исти,
а неки од унутрашњих слоjева садржи количински мање информациjа од оригиналних
података. Такву мрежу тренираћемо тако да на излаз враћа исто оно што jе на улазу.
Процес кодирања података би био рачунање излаза тог слоjа са мање података, док
би процес декодирања рачунање излаза мреже уколико у таj слоj убацимо енкодоване
податке.
Поред оригиналне примене, овакву мрежу можемо тренирати и да примени одређен
филтер на податке, тj. можемо учити мреже на пару (улаз: оригинални податак, из-
лаз: примењен филтер), након тога мрежа ће приближно примењивати такав филтер
на податке.
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Глава 3

Имплементациjа

У овом поглаваљу описаћемо проблеме коjе решавамо, анализирати могућа решења,
обjаснити алгоритме коjе користимо и приказати струкуре наших мрежа.

3.1 Препознавање саобраћаjних знакова

Слика 3.1: Саобраћаjни знаци

Jедна од важних ствари коjе самовозећи аутомобили треба да ураде jе да препознаjу са-
обраћаjне знаке и да се понашаjу у складу са њима. Применом конволуциjске неуралне
мреже направљен jе систем коjи успешно препознаjе коjи jе саобраћаjни знак на слици.

Скуп података коjи jе коришћен jе German Traffic Signs[12]. Тренинг скуп има 39209
слике, на коjима се налазе 43 различита знака, док тест скуп садржи 12630 слика. По-
ред оригиналних слика, постоjе и различите верзиjе сваке слике направљене променом
осветљености.
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Сваки знак jе исечен тако да заузима комплетну слику и примењена jе нормализациjа
боjа. Такође, пре тренинга примењена jе и модификациjа тренинг скупа, како би се по-
већала вариjабилност података. Подаци су модификовани додавањем ротациjе, трансла-
циjе и извртања. Такође, како би постигли бољи резултат коришћен jе асамбл састављен
од 25 мрежа.

Слика 3.2: Примери знакова

У табели на слици 3.3 приказана jе архитектура мреже коjа jе постигла наjбоље ре-
зултате на тест скупу. Тренирана jе помоћу Adam алгоритма, а као функциjа грешке
коришћена jе унакрсна ентропиjа.

3.2 Детекциjа саобраћаjних знакова

Детекциjа саобраћог знака представља проширење претходног проблема. Наиме, ре-
шење претходног проблема нам може успешно рећи коjи jе знак на слици, при чему
знак мора бити преко целе слике. У овом делу, направићемо систем коjи ће на слици
улице успешно проналазити и препознавати знакове.
Систем за препознавање састоjаће се из:

• Неуралне мреже коjа нам може рећи да ли се на слици налази знак или не.
Ова мрежа jе истренирана на тренинг скупу од око 750 000 слика. Слике на коjима
се налази знак су креиране сечењем већ постоjећих знакова, а слике на коjима се
не налази знак су креиране сечењем слика улица на насумичне парчиће.

• Други део представља алгоритам клизећег прозора (енг. sliding window algorithm)
коjи на слици где тражимо знакове превлачи прозор односно квадрат величине 25
x 25 пиксела и те парчиће пропушта кроз мрежу. Оне квадрате на коjима мрежа
каже да се налази знак чувамо.
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Структура неуралне мреже

BatchNormalization

Convolution 2D 3x3 32 филтера
Activation ReLU BatchNormalization
Convolution 2D 3x3 32 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Dropout 0.25

Convolution 2D 3x3 64 филтера
Activation ReLU BatchNormalization
Convolution 2D 3x3 64 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Dropout 0.25

Convolution 2D 3x3 128 филтера
Activation ReLU BatchNormalization
Convolution 2D 3x3 128 филтера
Activation ReLU BatchNormalization

Dense 512 неурона
Activation ReLU BatchNormalization

Dropout 0.5
Dense 43 неурона

Activation SoftMax

Слика 3.3: Структура мреже за препознавање знакова
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Слика 3.4: Пример детектованих квадрата на коjима се налазе знаци (без уклоњених
грешака)

• Трећи део представља алгоритам коjи ће препознате квадрате око jедног знака
споjити и извести ограничаваjући правоугаоник око тог знака. Такође, уклониће
шум односно погрешно препознате квадрате.

• Сада, те препознате знакове пуштамо кроз прву мрежу коjа их класификуjе.

3.3 Сегментациjа слике на битне регионе

Слика 3.5: Слика улице Слика 3.6: Сегментована слика улице
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Структура неуралне мреже
Convolution 2D 3x3 64 филтера ReLu

MaxPool2D 2x2
Convolution 2D 3x3 128 филтера ReLu

MaxPool2D 2x2
Convolution 2D 3x3 256 филтера ReLu

MaxPool2D 2x2
Convolution 2D 3x3 512 филтера ReLu

MaxPool2D 2x2
Convolution Transpose 2D 3x3 512 филтера
Convolution Transpose 2D 3x3 256 филтера
Convolution Transpose 2D 3x3 128 филтера
Convolution Transpose 2D 3x3 64 филтера
Convolution Transpose 2D 3x3 32 филтера

Слика 3.7: Структура мреже за сегментациjу слике

За оваj проблем направићемо систем коjи ће слику улице раставити на повезане сег-
менте коjи ће бити класификовани према садржаjу (улица, небо, аутомобили, обjекти
са стране). На улазу ће бити слика улице, док ће излаз представљати исту ту слику где
ће сваки битан сегмент бити ознаћен одговараjућом боjом (нпр црвена за улице, пла-
ва за аутомобиле, сива за небо). Коришћен jе скуп података CamVid [15]. Постоjи 32
различите класе, а скуп података се састоjи од 1402 слика, од тога jе 701 слика настала
рефлектовањем по Х оси оригиналне. За валидациони скуп се користи 100 слика, док
jе остатак коришћен за тренинг. Све слике су скалиране на величину 128 х 128. Улаз у
мрежу представља матрица 128 х 128 х 3, а излаз jе 128 х 128 х 32, излаз представља
за сваки пиксел низ вероватноћа да он припада некоj класи. За решење овог проблема
користићемо енкодер-декодер мрежу чиjа структура jе приказана на слици 3.7.

3.4 Управљање у симулациjи

У овом делу имплементираћемо управљање аутомобила у симулациjи уз помоћ машин-
ског учења. Наш алгоритам ће учити на основу снимка управљања и преузетих акциjа.
Тест пример ће се састоjати од низа слика са централне, леве и десне камере, а излаз
тога ће бити угао скретања. Дакле наш алгоритам ће гледаjући како неко други вози,
научити тj. успешно клонирати понашање возача из тренинг примера, и на основу њега
и сам возити аутомобил.
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Слика 3.8: Лева Слика 3.9: Центарална Слика 3.10: Десна

Наш алгоритам ће учити да апроксимира угао скретања на основу слике, и на таj начин
учити да вози по стази.
За учење jе коришћен тренинг скуп генерисан правилним вожењем аутомобила по ста-
зи, таj скуп података jе проширен креирањем рефлектованих слика и негирања угла,
а алгоритам jе након тога тестиран тако што jе алгоритму дата потпуна контрола да
управља возилом.

3.5 Учење са поjачавањем

У овоj секциjи биће описана три система коjа представљаjу управљачке задатке реле-
вантне за навигациjу возила, над коjима су тестирани алгоритми учења са поjачавањем
описани у претходноj глави.

3.5.1 Систем 1

За први задатак, самостално сам израдио систем приказан на слици 3.12.
Систем jе матрица 10 x 10, играч jе представљен 2 x 2 блоком у првом реду одоздо,
одозго долазе блокови са насумично распоређеним рупама, коjи у сваком кораку падаjу
jедно поље вертикално наниже. Уколико коцкица удари у нашег играча, игра се завр-
шава, уколико не дође до судара, добиjамо jедан поен.

Постоjе три могуће акциjе:

• померити играча jедно поље улево

• остати на истом пољу

• померити играча jедно поље удесно

Наш алгоритам ће научити да управља системом како би максимизовао броj поена без
икаквог претходног познавања система.
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Структура неуралне мреже

Convolution 2D 3x3 8 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Convolution 2D 3x3 16 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Dropout 0.25

Convolution 2D 3x3 32 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Dropout 0.25

Convolution 2D 3x3 64 филтера
Activation ReLU BatchNormalization

MaxPool2D 2x2
Convolution 2D 3x3 64 филтера

Dense 512 неурона
Activation ReLU BatchNormalization

Dense 256 неурона
Activation tanh BatchNormalization

Dense 25 неурона
Dense 1 неурон

Слика 3.11: Структура мреже за управљање у симулациjи
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Слика 3.12: Графички приказ система

3.5.2 Систем 2 — Игрa UpNdown

Слика 3.13: Атари игрица UpNdown

Систем 2 представља Атариjеву игрицу UpNdown. Циљ игрице jе презивети што дуже
управљаjући аутићем, и уништити што више противника скакањем на њих, за шта се
добиjаjу и додатни поени. Улаз представља матрицу 210 х 160 x 3, коjа представља
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снимак екрана игрице, могуће jе извести укупно 6 акциjа. После сваке акциjе, систем
нам враћа награду односно броj поена коjи смо освоjили. Наш алгоритам ће научити
да управља аутићем како би осваjао што више поена. За учење jе коришћен алгоритам
А3C.

3.5.3 Систем 3 — Игрa Enduro

Слика 3.14: Атари игрица Enduro

Систем 3 представља Атариjеву игрицу Enduro. Циљ игрице jе избегавати сударе са
другим аутомобилима, као и престићи што више играча. Улаз представља матрицу 210
х 160 x 3, коjа представља снимак екрана игрице, могуће jе извести укупно 9 акциjа.
После сваке акциjе, систем нам враћа награду односно броj поена коjи смо освоjили.
Наш алгоритам ће научити да управља аутићем како би осваjао што више поена. За
учење jе коришћен алгоритам А3C.
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Структура неуралне мреже
Convolution 2D 8х8 16 филтера
Convolution 2D 4х4 32 филтера

V (s) π(s)

Dense 256 neurons Dense action num neurons
Dense 1 neuron /

Слика 3.15: Структура мреже за A3C алгоритам
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Глава 4

Евалуациjа

У овом делу приказаћемо неке величине коjи су показатељи колико успешно су наши
системи из претходног поглавља научили да препознаjу или класификуjу обjекте. Та-
кође, биће приказани неки занимљиви графици коjи приказуjу процес учења и разна
поређења различитих архитектура и поменутих оптимизационих техника.

4.1 Препознавање саобраћаjних знакова

Тачност
99.29%

Наjбоља постигнута тачност на тест скупу jе 99.29%, што jе за око 0.5% више од људског
перформанса. На слици 4.1 приказан jе график тачности поjединачних модела кроз
епоху. Можемо приметити да иако jе наjвећа тачност поjединачних модела испод 99%,
удружени у асамбл постижу већу тачност.

4.2 Сегментациjа слике

На слици 4.2 jе приказан график вредности функциjе грешке у зависности од епохе на
тренинг сету као и на тест сету. На слици 4.3 jе приказана предикциjа мреже кроз епохе
на валидационоj слици. На слици 4.4 су приказани примери оригиналне, циљане слике
као и предикциjе мреже.
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Слика 4.1: График тачности поjединачних модела кроз епоху
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Слика 4.2: Приказ функциjе грешке по епохи
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Слика 4.3: Приказ предикциjе кроз епоху на валидационом примеру

4.3 Симулациjа вожње

Истренирана мрежа jе способна да самостално управља аутомобилом. На слици 4.5
приказане су слике настале током вожње од стране алгоритма.1

4.4 Учење са поjачањем

A3C алгоритам успева да осваjа преко 30 хиљада поена у игрици UpNDown. На слици
4.6. приказно jе окружење у току игре. Можемо приметити да jе алгоритам нашао неку
необичну стратегиjу, па уместо да вози ауто, он ће стаjати у месту и скакати, и на таj
начин уништавати неприjатеља.2

1На линку https://youtu.be/1qbdMxSO1zo може се погледати видео вожње.
2На линку https://youtu.be/-KNs9uTIdvs може се погледати видео играња игре UpNDown.
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Слика 4.4: Приказ оригиналне, циљане слике и предикциjе мреже

Слика 4.5: Приказ аутомобила управљаног помоћу неуралне мреже у току вожње
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Слика 4.6: Приказ окружења у току игре
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Глава 5

Закључак

Кроз оваj рад упознали смо се са основама машинског учења и неуралним мрежама кроз
супервизирано учење, као и кроз учење са поjачањем. Приказали смо честе грешке, оп-
тимизационе технике, као и неке нестандардне моделе неуралних мрежа, коjе пружаjу
боље резултате учења. Затим су кроз решавање проблема везаних за вожњу, приказа-
ни различити приступи за решавање тих проблема, али и права способност неуралних
мрежа да уоче и науче законитости међу подацима.

На самом краjу овог рада желео бих да изразим захвалност:

• Петру Величковићу, мом ментору, на помоћи приликом израде и писања овог
рада, посвећеном времену, на огромном доприносу у ширењу моjих информатичких
знања cве четири године из алгоритама као и из других области. Исто тако као
jедном од оснивача и организатора Недеље информатике, коjа ме jе приближила
и заинтересовала за многе до тада невиђене области рачунарских наука.

• Jелени Хаџи Пурић, лидеру тима Математичке гимназиjе за информатичка
такмичења.

• Жељку Лежаjи, Наташи Чалуковић, као и свим другим професорима у Ма-
тематичкоj гимназиjи, на пренетом знању, уложеном труду и разумевању.

• свим осталима коjи нису наведени, а допринели су стварању овог рада или уна-
пређивању мог информатичког знања.

У Београду, маj 2017.
Филип Весовић
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